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Πρόλογος 
Τις προηγούµενες δεκαετίες οι άνθρωποι συνήθιζαν να βγάζουν 

φωτογραφίες µε φιλµ τις οποίες τύπωναν και κρατούσαν. Τα τελευταία 

χρόνια όµως, η ψηφιακή τεχνολογία έχει εισβάλει στη ζωή µας. Ο αριθµός 

εικόνων που βρίσκονται στο διαδίκτυο καθώς και αυτών που έχει ο κάθε 

ένας µας στον προσωπικό του υπολογιστή είναι πολύ µεγάλος. Οι 

συνθήκες αυτές δηµιουργούν την ολοένα αυξανόµενη ανάγκη για 

αποτελεσµατική ταξινόµηση και αναζήτηση τους. Με γνώµονα αυτά θα 

προσπαθήσουµε να δηµιουργήσουµε ένα µοντέλο το οποίο θα 

επεξεργάζεται εικόνες κάνοντας κατάτµηση και στη συνέχεια µε την 

βοήθεια των νευρωνικών δικτύων και άλλων τεχνικών εµπνευσµένων από 

τον τρόπο αντίληψης του ανθρώπου, θα προσπαθεί να ανακτήσει το 

περιεχόµενο τους. Αναλύοντας το µοντέλο αυτό θα προσπαθήσουµε να 

ξεπεράσουµε τις οποιεσδήποτε δυσκολίες ώστε να πετύχουµε µια 

λειτουργικότητα την οποία θεωρούµε ικανοποιητική. 
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1.1. Εισαγωγή 

Τα τελευταία χρόνια ταυτόχρονα µε την αύξηση των χρηστών του 

παγκόσµιου ιστού έχουµε αύξηση και στις εικόνες που φιλοξενούνται σε αυτό. Οι 

ανάγκες για αναζήτηση και ανάκτηση µιας εικόνας έχουν αυξηθεί και δεν 

µπορούν πλέον να εξαρτούνται από το όνοµα που έχει το αρχείο µιας εικόνας. 

Λόγω αυτής της ανάγκης έχουν προταθεί πολλοί αλγόριθµοι που µπορεί πολλές 

φορές να χρησιµοποιούν λέξεις κλειδιά, δείγµατα εικόνων, ιστογράµµατα και 

διάφορες άλλες τεχνικές για να ανακτούν εικόνες µε βάση το περιεχόµενο τους. 

Το πρόβληµα αυτό έχει αποδεχτεί κάθε άλλο παρά απλό, και έχει αναγκάσει 

µεγάλες εταιρίες όπως ο γίγαντας της αναζήτησης, Google, να ξοδέψουν πάρα 

πολλές ώρες έρευνας στον τοµέα αυτό χωρίς να έχουν όµως ακόµα τα 

επιθυµητά αποτελέσµατα που επιθυµούν. Αυτό δεν σηµαίνει όµως ότι δεν έχει 

υπάρξει καθόλου πρόοδος. Όταν το πρόβληµα γίνεται συγκεκριµένο, για 

παράδειγµα στην αναγνώριση προσώπων ή χαρακτήρων γραφής, τότε τα 

βήµατα προόδου που παρουσιάζονται είναι αλµατώδης. Εµείς παρόλα αυτά δεν 

θέλουµε να παρουσιάσουµε ένα σύστηµα ειδικευµένο σε κάτι αλλά ένα άλλο 

γενικευµένο µοντέλο που προσπαθεί να µιµηθεί την ανθρώπινη αντίληψη. Θα 

µελετήσουµε τις διάφορες πτυχές του προβλήµατος προσπαθώντας να τις 

εφαρµόσουµε και να καταγράψουµε πόσο εφικτές είναι στην πράξη. 

Αν λάβουµε υπόψη και τις πέντε αισθήσεις, την όραση, την οσµή, την 

γεύση και την αφή, αναµφισβήτητα η όραση είναι αυτή που ο άνθρωπος έχει 

ανάγκη περισσότερο από τις υπόλοιπες και αυτή που του παρέχει τα 

περισσότερα δεδοµένα από αυτά που λαµβάνει. Με κάθε µατιά τα δεδοµένα που 

ταξιδεύουν από τα µάτια προς τον εγκέφαλο δεν παρέχουν µόνο megabits από 

πληροφορίες αλλά πιθανότατα τα δεδοµένα της συνεχούς όρασης να ξεπερνούν 

τα 10 megabits ανά δευτερόλεπτο. Πολλά από αυτά τα δεδοµένα όπως είναι 

φυσικό είναι περιττά και συµπιέζονται  από τον οπτικό φλοιό, ώστε τα πιο 

σηµαντικά κέντρα του εγκεφάλου να ερµηνεύσουν ένα µικρότερο ποσοστό 

αυτών. Παρόλα αυτά τα δεδοµένα που λαµβάνουν τα κέντρα αυτά είναι 

τουλάχιστον δυο φορές µεγαλύτερα από αυτά των υπολοίπων αισθήσεων[12]. 
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Το να βλέπουµε δεν είναι µια απλή διαδικασία, αντίθετα η όραση 

δηµιουργήθηκε µέσα από εκατοµµύρια χρόνια εξέλιξης έτσι ώστε να µην 

υπερφορτώνει το εγκέφαλο µας µε άχρηστες πληροφορίες που σε κάποια ώρα 

ανάγκης θα µας έκαναν πολύ αργούς στις αντιδράσεις µας. Ως αποτέλεσµα 

αυτού η άγνοια µας για την διαδικασία που ακολουθεί η ανθρώπινη όραση είναι 

ακόµα πολύ µεγάλη. Ο άνθρωπος όµως είναι εφευρετικός και τα τελευταία 

χρόνια χρησιµοποιεί τους υπολογιστές για τον βοηθούν. Για τις απλές εργασίες 

και διαδικασίες µέχρι τώρα τα καταφέρνει µια χαρά, αλλά για τις υπόλοιπες που 

θεωρούνται πιο πολύπλοκες οι µηχανές πρέπει να αποκτήσουν και αυτές το 

πλεονέκτηµα της όρασης. 

Και φυσικά σαν να µην έφταναν όλα τα παραπάνω, ένα ακόµα προτέρηµα 

της ανθρώπινης όρασης είναι το ότι ο εγκέφαλος µας διαθέτει κάπου 10¹º 

νευρώνες που µάλιστα µερικοί από του οποίους διατηρούν περισσότερες από 

10000 συνάψεις µε άλλους νευρώνες[18]. Αν υποθέσουµε ότι ένας νευρώνας 

συµπεριφέρεται σαν ένας µικροεπεξεργαστής τότε θα είχαµε ένα απέραντο 

υπολογιστή που όλα του τα στοιχεία θα µπορούν να λειτουργούν ταυτόχρονα. Οι 

περισσότεροι υπολογιστές σήµερα αποτελούνται από λιγότερα των 100 

εκατοµµυρίων επεξεργαστικών στοιχείων, πράγµα που κάνει την όραση που ο 

εγκέφαλος κάνει µε µια µατιά να µοιάζει απίθανη να εκτελεστεί από 

υπολογιστή[12]. Υπάρχει ακόµα και το πρόβληµα της οργάνωσης και του 

προγραµµατισµού αυτού του συστήµατος. Ο εγκέφαλος µέσα από την εξέλιξη 

µπορεί να αλλάζει ακόµα και αυτό δυναµικά.  

Εµείς έχοντάς αυτές τις δυσκολίες στο µυαλό θα προσπαθήσουµε να 

δηµιουργήσουµε το µοντέλο που θεωρούµε ως ιδανικό και µετά θα κάνουµε όλες 

τις απαραίτητες αλλαγές ώστε αυτό να µπορεί να γίνει λειτουργικό και όσον το 

δυνατό πιο αξιόπιστο. Αν µπορούσαµε δηλαδή να δηµιουργήσουµε ένα σύστηµα 

που αναγνωρίζει αντικείµενα σε εικόνες µε βάση τον κάποιο αλγόριθµο τότε αυτό 

ίσως να το θεωρούσαµε ιδανικό. Στην εικόνα και τον αλγόριθµο της επόµενης 

σελίδας  µπορούµε να δούµε τα βασικά σηµεία του ιδανικού µοντέλου όπως το 

φανταζόµαστε εµείς, και αµέσως µετά θα προσπαθήσουµε να τα αναλύσουµε 

περεταίρω. 
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Εικόνα 1.1: Το ιδανικό µοντέλο. 

 

1. ∆ιαχωρισµός της εικόνας στις περιοχές των  αντικειµένων. 

2. Εξαγωγή δεδοµένων περιοχής: 

• Μορφή ή σχήµα. 

• συσχετίσεις σε µέγεθος και απόσταση ανάµεσα στα 

αντικείµενα. 

• χρώµα περιοχής. 

3. Εισαγωγή όλων των περιοχών στον αυτοοργανούµενο χάρτη και 

εύρεση νικητή νευρώνα για κάθε περιοχή. 

4. Ανάκτηση αντικειµένου βάση τους νικητές νευρώνες και της 

συσχετίσεις τους. 

5. Προβολή αντικειµένου. 

Κώδικας 1.1: Ο αλγόριθµος του ιδανικού µοντέλου. 
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Αυτό που κάνουµε δηλαδή είναι να περιγράφουµε µια εικόνα µε βάση τα 

αντικείµενα της και τις συσχετίσεις τους και αµέσως µετά να ψάχνουµε πιο από 

τα αντικείµενα που έχουµε ήδη εξετάσει και γνωρίζουµε, έχει αυτά τα 

χαρακτηριστικά. 

 

1.2. Κατάτµηση/Ανάλυση Εικόνας 

Το πρώτο κοµµάτι που θα προσπαθήσουµε να προσεγγίσουµε είναι αυτό 

της κατάτµησης της εικόνας µας. Του διαχωρισµού της δηλαδή σε κοµµάτια που 

όλα µαζί αποτελούν τα αντικείµενα που παρουσιάζονται σε αυτήν. Το κοµµάτι 

αυτό είναι ίσως το πιο σηµαντικό καθώς τα δεδοµένα που θα συλλεχθούν 

αποτελούν το σηµείο γύρω από το οποίο θα αναπτυχθεί όλο µας το σύστηµα. 

Λόγω του µεγάλου αριθµού εικόνων που πιθανόν να χρειαστεί να κάνουµε 

κατάτµηση, θα προσπαθήσουµε να αναπτύξουµε ένα αυτόνοµο αλγόριθµο που 

θα µπορεί να εκτελεί τις κατατµήσεις στις εικόνες που θα επιλέξουµε, µε ταχύτητα 

και χωρίς την συνεχή επίβλεψη µας. 

 Προσπαθώντας να καταλάβουµε τον τρόπο µε τον οποίο λειτουργεί η 

ανθρώπινη όραση θα αναπτύξουµε τον αλγόριθµο µας που θα προσπαθήσει να 

ισορροπήσει ανάµεσα στην ανθρώπινη αντίληψη και στην αντικειµενικότητα του 

υπολογιστή κρατώντας πάντα στο µυαλό µας την ορθότητα των αποτελεσµάτων 

και την σταθερότητα µε σεβασµό στις διάφορες παραµέτρους, και την µεγάλη 

ποικιλία σε εικόνες[2]. 

 Η προσέγγιση µας βασίζεται στην οµαδοποίηση περιοχών που 

µοιάζουν µεταξύ τους σύµφωνα σε ένα σύνολο προκαθορισµένων κριτηρίων[4] 

και µεγαλώνουν επαναληπτικά συνδυάζοντας τις µε µικρότερες περιοχές[1] 

Τον αλγόριθµο µας για την κατάτµηση εικόνας θα τον παρουσιάσουµε 

αναλυτικά στο επόµενο κεφάλαιο. Τώρα θα προσπαθήσουµε να καθορίσουµε τα 

δεδοµένα  που θέλουµε να εξάγουµε από µια εικόνα ώστε να µπορούµε να 

κάνουµε αναζήτηση του περιεχόµενου της. Τα χαρακτηριστικά που εξάγουµε από 

κάθε περιοχή της εικόνας είναι: 

• το χρώµα 

• η µορφή 
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• η τοποθεσία τους 

• το µέγεθος 

Το µέγεθος και η τοποθεσία µιας περιοχής βρίσκετε πάντα σε σχέση µε την 

εικόνα. 

Το χρώµα αναφέρεται στην RGB τιµή που έχει περιοχή µετά την 

κατάτµηση. Επειδή ο αλγόριθµος µας λειτουργεί βάση την οµοιογένεια του 

χρώµατος που υπάρχει σε κάθε περιοχή στην ουσία η RGB τιµή του, είναι η µέση 

τιµή σε κάθε κανάλι χρώµατος που την υπολογίζουµε από όλα τα pixels αυτής. 

Όταν αναφερόµαστε στην µορφή µιας περιοχής εννοούµε το σχήµα της. 

Εξάγουµε όλες τις περιοχές και κρατάµε την µορφή τους στις διαστάσεις που 

εµείς θα ορίσουµε µέσα από τον αλγόριθµο µας. Αυτό το κάνουµε για 

αποκλείσουµε ότι ένα σχήµα που στην ουσία είναι το ίδιο µε κάποιο άλλο, 

φαίνετε ως διαφορετικό λόγω του διαφορετικού µεγέθους που µπορεί να έχει. 

 
Εικόνα 1.2: Ίδιο σχήµα µε διαφορετικό µέγεθος. 

Όπως για παράδειγµα φαίνεται και στην εικόνα πιο πάνω έχουµε τα ίδια σχήµατα 

µε διαφορετικό µέγεθος. Αν αυτά τα φυλάσσαµε µε το µέγεθος τους σε pixels 

όπως καταγράφετε σε µια εικόνα τότε θα αποτύχουµε να αναγνωρίσουµε ότι 

στην ουσία πρόκειται για την ίδια µορφή. 

 Τα τελευταία δύο χαρακτηριστικά που εξάγουµε είναι το µέγεθος και η 

τοποθεσία που έχουν τα αντικείµενα. Και τα δύο αυτά χαρακτηριστικά για µια 

περιοχή είναι πάντα σε σχέση µε τις υπόλοιπες περιοχές της εικόνας. ∆ηλαδή το 

µέγεθος µιας περιοχή θα το υπολογίσουµε σε σχέση µε µια άλλη, δηλαδή για 

παράδειγµα µια περιοχή έχει µέγεθος ½ σε σχέση µε κάποια άλλη και απόσταση 

από αυτήν στα ¾ του µεγέθους της. Αρχικά τα χαρακτηριστικά αυτά κατά την 

κατάτµηση θα υπολογίζονται ως προς το µέγεθος της εικόνας και αργότερα, 
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ανάλογα µε τις ανάγκες του αλγόριθµου µας θα υπολογίζονται σε σχέση µε τις 

υπόλοιπες περιοχές της εικόνας. 

 

1.3. Αυτοοργανούµενος Χάρτης (Self Organizing Map) 

 Μετά την κατάτµηση θα πρέπει να εισάγουµε τα δεδοµένα µας µέσα σε 

ένα αυτοοργανούµενο χάρτη. Οι αυτοοργανούµενοι χάρτες είναι ένα εργαλείο 

που µπορεί να ταξινοµεί πολύπλοκα δεδοµένα ανάλογα µε τις συσχετίσεις που 

παρουσιάζουν µεταξύ τους. Έχουµε επιλέξει αυτό τον τύπο νευρωνικού δικτύου 

λόγω της ικανότητας του να προσαρµόζεται στα δεδοµένα που λαµβάνει χωρίς 

να έχει κάποια επίβλεψη. Αυτό που θα θέλαµε είναι να κατηγοριοποιήσουµε τις 

περιοχές µας και να προσδιορίσουµε ένα αρµόδιο νευρώνα για κάθε περιοχή 

που µπορεί να προκύψει. Αυτός ο τύπος δικτύου παρέχει µια µέθοδο 

εκπαίδευσης χωρίς επίβλεψη που είναι γνωστή ως ανταγωνιστική µάθηση, και 

είναι ιδιαίτερα χρήσιµη όταν γίνεται ανάλυση δεδοµένων ανάµεσα στα οποία δεν 

είναι γνωστές οι συσχετίσεις[16]. Σε αυτό το δίκτυο δεν υπάρχουν στόχοι για να 

επιτευχθούν, όπως επίσης δεν υπάρχει σφάλµα για να ελαχιστοποιηθεί. Αυτά 

είναι και τα χαρακτηριστικά που το κάνουν να ξεχωρίζει από τις µεθόδους που 

λειτουργούν µε επιβλεπόµενη µάθηση[16]. 

 
Εικόνα 1.3: Τα στρώµατα εισόδου και Kohonen στο δίκτυο SOM 
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1.4 Ανάκτηση και προβολή αντικειµένου 

 Μετά την εισαγωγή των περιοχών στον αυτοοργανούµενο χάρτη έχουµε 

όλους τους νικητές νευρώνες. Όπως είπαµε ο κάθε νευρώνας ειδικεύεται στο να 

αντιπροσωπεύει χρώµα και το σχήµα µιας περιοχής. Σε αυτό το κοµµάτι πρέπει 

να βρούµε τις συσχετίσεις που έχουν οι νευρώνες µεταξύ τους. Ας θεωρήσουµε 

την παρακάτω εικόνα: 

 

 
Εικόνα 1.4: Ιδανικό µοντέλο. (αριστερά: εικόνα, δεξιά: περιοχές µοντέλου). 

 

Αφού διαχωρίσουµε την εικόνα του Duffy Duck στις περιοχές που 

καταλαµβάνουν  τα αντικείµενα που βλέπουµε πιο πάνω, παίρνουµε για 

παράδειγµα τους νικητές νευρώνες για τις περιοχές 1 και 2. Αν θέλουµε να 

βρούµε τις συσχετίσεις τους πρέπει να παρατηρήσουµε ότι, το σχήµα τους είναι 

το περίγραµµα τους, το µέγεθος του 2 σε σχέση µε το 1 να είναι περίπου στο 1/3, 

η απόσταση του 2 από το κέντρο του 1 περίπου είναι µια φορά το µέγεθος του 2 

και το χρώµα τους είναι να µαύρο και πορτοκαλί αντίστοιχα. Κάνοντας την 

παραδοχή ότι µια εικόνα θα έχει παρόµοιους νικητές νευρώνες µε παρόµοιες 

συσχετίσεις, ψάχνω να βρω σε πιο από τα αντικείµενα που έχουµε εξετάσει κατά 

την εκπαίδευση του µοντέλου έχει τα περισσότερα κοινά στοιχεία για να το 

παρουσιάσω. 
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1.5 Τι έπεται 

 Η ανάπτυξη ενός συστήµατος µε τέτοια πολυπλοκότητα σίγουρα θα 

επιφέρει αρκετά απρόβλεπτα αποτελέσµατα. Για αυτό τον λόγο, τώρα που είδαµε 

σε γενικές γραµµές το ιδανικό µας µοντέλο, θα προσπαθήσουµε αρχικά να το 

αναπτύξουµε χρησιµοποιώντας την γλώσσα προγραµµατισµού Java. Στην 

συνέχεια θα δούµε τις ανάγκες και τα προβλήµατα που θα προκύψουν και θα 

προσπαθήσουµε τελικά να φτιάξουµε ένα λειτουργικό µοντέλο που θα είναι όσο 

πιο κοντά γίνεται στο ιδανικό. 

 Στο δεύτερο κεφάλαιο θα παρουσιάσουµε ενδελεχώς την κατάτµηση 

εικόνας. Παρουσιάζουµε τη σηµασιολογία και το µοντέλο µιας εικόνας και 

κάνουµε µία θεωρητική ανάλυση στον αλγόριθµο κατάτµησης που θα 

χρησιµοποιήσουµε, τον Split n’ Merge. Αφού αναλύσουµε όλες τις θεωρητικές 

πτυχές του αλγόριθµού µας, υλοποιούµε το πρόγραµµα κατάτµησης και 

παρουσιάζουµε κάποια πειραµατικά αποτελέσµατα. 

 Στο τρίτο κεφάλαιο παρουσιάζουµε τους αυτοοργανούµενους χάρτες. 

Κάνουµε µια αναδροµή στα νευρωνικά δίκτυα και αναλύουµε τις θεωρητικές 

πτυχές των αυτοοργανούµενων χαρτών. Στη συνέχεια προσαρµόζουµε τον τύπο 

αυτό νευρωνικού δικτύου στο µοντέλο µας και υλοποιούµε βήµα-βήµα τους 

αλγόριθµους εκπαίδευσης και ανάκλησης. 

 Στο τέταρτο κεφάλαιο εξετάζουµε την ανθρώπινη µνήµη και αντίληψη 

αντικειµένων. Με βάση αυτές δηµιουργούµε τις συσχετίσεις που αποτελούν τις 

αναµνήσεις και υλοποιούµε τον κώδικα εκπαίδευσης και ανάκλησης τους. 

 Στο πέµπτο κεφάλαιο δοκιµάζουµε το ιδανικό και αξιολογούµε τα 

αποτελέσµατα για να προκύψει στη συνέχεια το µοντέλο συσχετίσεων και τελικά 

τελικό µας µοντέλο που είναι το πιο λειτουργικό. 

 Στο έκτο κεφάλαιο εξετάσουµε µερικά χαρακτηριστικά που θα ήταν καλό 

να προσαρτηθούν στο µοντέλο µας. Εξετάζουµε τρόπους βελτίωσης της 

κατάτµησης, τα γραφικά vector, τρόπους βελτίωσης των συσχετίσεων και την 

σχετική ανατροφοδότηση. 
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2.1. Εισαγωγή 

Όπως καθορίζεται στην ψυχολογία µετά το κίνηµα του Gestalt η ικανότητα 

της οµαδοποίησης αντικειµένων παίζει ένα πολύ σηµαντικό ρόλο στην 

ανθρώπινη αντίληψη[1]. Αν και στον άνθρωπο αυτή η οµαδοποίηση έχει ένα 

βασικό και σηµαντικό χαρακτήρα, στον τοµέα των υπολογιστών και ιδιαίτερα 

στον τοµέα της ανάλυσης εικόνας παραµένει ένα αγκάθι προς το οποίο τα 

τελευταία χρόνια γίνονται βήµατα βελτίωσης. Η όραση, όπως είναι ευρέως 

αποδεκτό είναι ένα πρόβληµα λογικής που βασίζεται σε συµπεράσµατα. Με αυτή 

την αποδοχή το πρόβληµα της οµαδοποίησης µπορεί να αντιστοιχηθεί µε την 

µετατροπή  των pixels µιας  εικόνας σε οπτικά ουσιαστικές περιοχές και 

αντικείµενα[1]. 

Ένας αλγόριθµος κατάτµησης θα πρέπει να καταφέρνει να ισορροπεί 

ανάµεσα στην ανθρώπινη αντίληψη και στην αντικειµενικότητα του υπολογιστή 

πληρώντας τα παρακάτω[2]: 

1. Ορθότητα: Η ικανότητα παραγωγής κατατµήσεων που συµφωνούν µε 

την ανθρώπινη αντίληψη. 

2. Σταθερότητα µε σεβασµό στις επιλογές των παραµέτρων: Η ικανότητα 

σταθερής κατάτµησης µε την χρήση ενός εύρους παραµέτρων. 

3. Σταθερότητα µε σεβασµό στην µεγάλη ποικιλία εικόνας: Η ικανότητα 

παραγωγής κατατµήσεων µε σταθερή ορθότητα µέσα από ποικιλία 

εικόνων µε διαφορετικά αντικείµενα. 

Υπάρχει ένας σηµαντικός αριθµός µεθόδων κατάτµησης της εικόνας σε 

οµάδες[3] ο οποίος συνήθως εστιάζει σε κάτι και διαφέρει ανάλογα µε το 

πρόβληµα προς επίλυση. Το δυσκολότερο έργο απ’ όλα όµως είναι αυτό της 

κατάτµησης και οµαδοποίησης αντικειµένων µε χαρακτηριστικά τα οποία δεν 

καθορίζονται ευκρινώς η θεωρούνται µη σηµαντικά δηλαδή, τις εικόνες που 

περιέχουν τυχαία αντικείµενα και λαµβάνονται κάτω από µη ελεγχόµενο 

περιβάλλον. Σε αυτού του τύπου την κατάτµηση θα επικεντρωθούµε και εµείς. 

Οι αλγόριθµοι κατάτµησης γενικά βασίζονται σε ένα από τα δύο βασικά 

χαρακτηριστικά στοιχεία έντασης µιας περιοχής της εικόνας, την ασυνέχεια και 

την οµοιότητα[4]. Στην πρώτη κατηγορία η οµαδοποίηση βασίζετε στις απότοµες 
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αλλαγές έντασης που παρουσιάζονται όπως είναι αυτές στα άκρα ενός 

αντικειµένου. Η δεύτερη προσέγγιση βασίζεται στην οµαδοποίηση περιοχών που 

µοιάζουν σύµφωνες µε ένα σύνολο προκαθορισµένων κριτηρίων[4] οι οποίες 

µεγαλώνουν επαναληπτικά συνδυάζοντας µικρότερες περιοχές η pixels, pixels τα 

οποία από µόνα τους αποτελούν µια στοιχειώδες περιοχή[1]. 

Σε αυτό το κεφάλαιο εµείς θα εξετάσουµε µια στρατηγική η οποία 

βασίζεται στην δεύτερη κατηγορία και συγκεκριµένα στους αλγόριθµους 

διεύρυνσης και συγχώνευσης περιοχών. Οι αλγόριθµοι διεύρυνσης και 

συγχώνευσης περιοχών, όπως έχουµε αναφέρει και πιο πάνω για όλες τις 

τεχνικές που βασίζονται στην οµαδοποίηση µε οµοιότητα, χρησιµοποιούν για την 

διεύρυνση τους προκαθορισµένα κριτήρια, ένα τεστ δηλαδή για να αποφασίσουν 

την συγχώνευση περιοχών. Ένα κατηγόρηµα σύγκρισης χρησιµοποιεί αυτά τα 

κριτήρια και έτσι κτίζει την κατατετµηµένη σε οµάδες εικόνα στην βάση σχεδόν 

πάντα τοπικών αποφάσεων[1]. 

Στόχος µας είναι η δηµιουργία ενός µοντέλου το οποίο θα δηµιουργεί 

κατατετµηµένες εικόνες και θα παρέχει όλες τις θεωρητικές και πρακτικές 

προσεγγίσεις που παρέχει ένα αξιόπιστο σύστηµα κατάτµησης εικόνας, 

λαµβάνοντας υπόψη και την επέκταση του στην λειτουργία ενός συστήµατος 

αναζήτησης εικόνας βάση του περιεχοµένου της. 

 

2.2. Η Σηµασιολογία και το Μοντέλο µιας εικόνας 

 Μια παρατηρούµενη εικόνα I  περιέχει |Ι|  pixels, το κάθε ένα από τα οποία  

περιέχει µεταβλητές για το Κόκκινο-Πράσινο-Μπλε (GRB, Red-Green-Blue). 

Κάθε µια από αυτές τις µεταβλητές µπορεί να πάρει τιµές από το σύνολο { 1, 2, 

3,…,g}, και στην πράξη έχουµε g=256[1]. 

 To I είναι µια τέλεια παρατήρηση ενός σκηνικού Ι* που ξέρουµε. Σε ένα Ι*  

οι περιοχές αναπαρίστανται από θεωρητικά αντικείµενα που µοιράζονται τις ίδιες 

ιδιότητες οµοιογένειας: 

• Μέσα σε κάθε περιοχή και κάθε δεδοµένο κανάλι χρώµατος που ανήκει 

στο {R, G, B}, όλα τα pixels έχουν την ίδια απόκλιση από το κανάλι 

χρώµατος. 
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• Σε γειτονικές περιοχές τα pixels είναι διαφορετικά τουλάχιστον σε ένα 

κανάλι χρώµατος του {R, G, B}. 

Το Ι το ανακτούµε από το Ι* παίρνοντας ένα δείγµα για κάθε pixel και τη τιµή 

RGB που θα πάρει. 

 

2.3. Θεωρητική Ανάλυση και αλγόριθµοι 

 

2.3.1 Κριτήριο συγχώνευσης 

 Γενικά, το κριτήριο συγχώνευσης µπορεί να εντοπίζει την οµοιογένεια µιας 

περιοχής βασιζόµενο στην ένταση, τις µεγάλες εναλλαγές, το χρώµα, την υφή, 

την κίνηση, την µορφή και το µέγεθος[5][6]. Στην προσέγγιση που ακολουθούµε 

εµείς εξετάζουµε το χρώµα και τις µεγάλες εναλλαγές που δηµιουργούν 

αντιθέσεις. Το δεύτερο το παρουσιάζουµε αµέσως µετά στην ενότητα 3.2. 

Όπως αναφέραµε πιο πάνω, για να µπορούµε να πούµε ότι ένα pixel 

ανήκει σε µια περιοχή πρέπει να έχει την ίδια απόκλιση σε κάθε κανάλι χρώµατος 

της. Εµείς µέσα στον αλγόριθµο µας αυτή την απόκλιση θα µπορούµε να την 

καθορίσουµε µέσω µιας ανεκτικότητας (tolerance) η οποία όταν ξεπεραστεί τότε 

το συγκεκριµένο pixel δεν θα συγχωνεύεται µε την περιοχή. Τα κανάλια 

χρώµατος της περιοχής θα το ορίσουµε ως τον µέσο όρο των καναλιών των 

pixels που περιέχει κάθε περιοχή. ∆ηλαδή για κάθε κανάλι χρώµατος θα πρέπει 

να ισχύει: 

|pixels(x,y, r) – regionAvg( r)| < tolerance 

|pixels(x,y, g) – regionAvg( g)| < tolerance 

|pixels(x,y, b) – regionAvg( b)| < tolerance 

 

2.3.2 Αντιµετώπιση µεγάλων αντιθέσεων 

 Σε περιοχές όπου παρουσιάζεται µεγάλη αντίθεση όπως είναι για 

παράδειγµα το γρασίδι παρουσιάζονται πάρα πολλές µικρές περιοχές που για να 

καταφέρουµε να τις συγχωνεύσουµε χρειαζόµαστε µεγάλη ανεκτικότητα πράγµα 

που µπορεί να µας οδηγήσει σε µια ανεπιθύµητη υπερσυγχώνευση. Για να 

αντιµετωπίσουµε το φαινόµενο αυτό εισάγαµε στον αλγόριθµο µας µια 
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µεταβλητή, την bumpEffect. Στόχος µας δηλαδή είναι να ισορροπήσουµε µεταξύ 

των µικρών τοπικών αντιθέσεων και της συνολικής περιοχής όπως την 

αντιλαµβάνεται το ανθρώπινο µυαλό[7]. 

 

  
Εικόνα 2.1: Κατάτµηση χωρίς, και µε ανεκτικότητα στις µικρές περιοχές. 

 

Στην εικόνα 1, κάνουµε κατάτµηση της φωτογραφίας στα αριστερά. Στην µέση 

παρουσιάζεται κατάτµηση χωρίς ανεκτικότητα στις µεγάλες αντιθέσεις, ενώ στα 

δεξιά κάνουµε χρήση της bumpEffect. Η κατάτµηση στα δεξιά βλέπουµε ότι µας 

δίνει ένα σαφώς µικρότερο αριθµό µικρών περιοχών.  Με άλλα λόγια η 

bumpEffect µας βοηθά να αυξάνουµε την ανεκτικότητα αν η περιοχή που 

εξετάζουµε είναι αρκετά µικρή. ∆ηλαδή σύµφωνα µε τον τύπο που 

χρησιµοποιούµε ισχύει: 

tolerance = tolerance  + ( bumpEffect - (regionSize *bumpEffect )) 

Αυτό που κάνουµε είναι να προσθέτουµε στην ανεκτικότητα µας ένα ποσοστό της 

µεταβλητής bumpEffect που εξαρτάται από το µέγεθος της περιοχής µας. Το 

regionSize όπως φαίνεται ποιο πάνω καθορίζει το ποσοστό αυτό υπολογίζοντας 

την αναλογία της περιοχής µας µέσα στην εικόνα µε µέγιστο ποσοστό βοήθειας 

στο 25% ολόκληρης της εικόνας. 

regionSize=elements/(w*h*4) 
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2.4. Ο αλγόριθµος µας: Split n’ Merge 

 ∆εν µπορεί κανείς να αρνηθεί ότι η επίτευξη ενός καλού αλγόριθµου 

κατάτµησης δεν εξαρτάται µόνο από την σωστή λειτουργία του. Οι καλοί 

αλγόριθµοι κατάτµησης κρίνονται εκτός από την λειτουργία τους, για την 

ταχύτητα επίτευξης των αποτελεσµάτων τους[8]. Ο αλγόριθµος που 

χρησιµοποιούµε είναι σχετικά απλός και γρήγορος. Ξεκινάµε υποθέτοντάς ότι 

κάθε pixel από µόνο του αποτελεί µια περιοχή. Παίρνοντας τα pixels αυτά λοιπόν 

ένα ένα εξετάζουµε µε το κριτήριο συγχώνευσης αν τα γειτονικά pixels ανήκουν 

στην ίδια περιοχή και αναλόγως τα συγχωνεύουµε. Μετά το τέλος της 

διαδικασίας αυτής παίρνουµε τις τελικές περιοχές που δηµιουργήθηκαν και 

εξετάζουµε αν υπάρχει µια δυνατότητα συγχώνευσης ανάµεσα τους. Παρακάτω 

παρουσιάζονται οι βασικές αρχές του αλγόριθµου σε ψευδοκώδικα. 

 

1. Όσο w<ImageWidth, w++ 

2.   Όσο h<ImageHeight, h++ 

3.    if( ! isInSegment(w,h)  

createNewRegion 

4.    else insertPixelToRegion 

5.    if(isInSegment(w-1,regionStart,RegionEnd) 

MergeWhithRegionAbove 

6. Οσο region1<FinalRegions.lengh region1++ 

7.   Οσο region2<FinalRegions.lengh region2++ 

8.    if(region1~region2 & isInSegment(region1,region2)) 

9.     mergeSegments(region1,region2) 

Κώδικας 2.1: Ο αλγόριθµος της Split n’ Merge. 

 

2.4.1 Ο αλγόριθµος µας σε σύγκριση µε τον αλγόριθµο Region Growing 

 Ο αλγόριθµος που παρουσιάζουµε είναι στην ουσία µια παραλλαγή ενός 

αλγορίθµου Region Growing. Οι αλγόριθµοι Region Growing παίρνουν µια 

περιοχή και την µεγαλώνουν συγχωνεύοντας σε αυτήν pixels που πληρούν το 

κριτήριο συγχώνευσης. Πολλές φορές οι αλγόριθµοι αυτής της κατηγορίας 
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χρησιµοποιούν την τεχνική των σπόρων. Στην τεχνική των σπόρων η κατάτµηση 

µέσα στην εικόνα µας ξεκινά από βασικά σηµεία(σπόρους) και συνεχίζει την 

επέκταση στις περιοχές γύρω τους. Οι σπόροι επιλέγονται µε κριτήρια που 

αρµόζουν στο πρόβληµα µας. Την δική µας υλοποίηση του αλγόριθµου Region 

Growing την αποκαλούµε Split n’ Merge λόγω του ότι αρχικά χωρίζει την εικόνα 

σε περιοχές πουν αντιστοιχούν µια για κάθε pixel, και αµέσως µετά τις επεκτείνει 

κάνοντας συγχώνευση των pixels που είναι συµβατά µεταξύ τους. 

 Ο αλγόριθµος Region Growing όπως παρουσιάζεται στο βιβλίο Digital 

image Processing των Rafael C. Gonzalez και Richard E. Woods[4] έχει ως εξής: 

1. Ri = R 

2. Ri είναι µια συνδεδεµένη περιοχή, i = 1,2,3,…,n 

3. Ri ∩ Rj = Ø για i και j, I ≠ j 

4. P(Ri) = TRUE για i = 1,2,3,…,n 

5. P(Ri U Rj) = FALSE για I ≠ j 

 

Το R αναπαριστά ολόκληρη την περιοχή που καταλαµβάνει η εικόνα. Η 

διαδικασία κατάτµησης είναι αυτή που χωρίζει το R σε n υποπεριοχές, 

R1,R2,…,Rn, έτσι ώστε να πληρούνται οι παραπάνω συνθήκες. Στο (4) και (5) το 

Ρ είναι µια συνάρτηση που µας επιστρέφει TRUE ή FALSE.  

Η συνθήκη (1)  µας υποδεικνύει ότι για να τελειώσει η κατάτµηση πρέπει 

κάθε pixel να ανήκει σε κάποια περιοχή. Η συνθήκη (2) µας υποδεικνύει ότι τα 

pixels σε µια περιοχή είναι γειτονικά και έχουν κάποια κοινά στοιχεία όπως το 

χρώµα. Η συνθήκη (3) µας λέει ότι οι περιοχές δεν πρέπει να έχουν κοινά σηµεία. 

Η συνθήκη (4) υποδεικνύει τις ιδιότητες που πρέπει να πληρούν τα pixels σε µια 

περιοχή. Τέλος η συνθήκη (5) µας δίνει τις διαφορές που έχουν οι περιοχές Ri και 

Rj σε σχέση µε το Ρ. 

 Στο [4] επίσης αναφέρεται, ότι όπως το υπονοεί και το όνοµα, Region 

Growing (Επέκταση Περιοχής) είναι η διαδικασία της οµαδοποίησης των pixels  ή 

υποπεριοχών σε µεγαλύτερες περιοχές σύµφωνα µε προκαθορισµένα κριτήρια. 

Όταν το πρόβληµα είναι συγκεκριµένο η βασική προσέγγιση που ακολουθείται 

συνήθως είναι, αυτή των σπόρων που αρµόζουν στις ιδιότητες µας[4].  
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 Ο αλγόριθµος µας βασίζεται σε µεγάλο βαθµό στον αλγόριθµο του [4] 

αλλά λόγω της µη καθορισµένης και µη συγκεκριµένης φύσης της κατάτµησης 

που υλοποιούµε έχει την διαφορά ότι δεν χρησιµοποιούµε την τεχνική των 

σπόρων. Επειδή δεν υπάρχουν πληροφορίες για το πρόβληµα µας, κάθε pixel 

αντιµετωπίζεται µε τα ίδια κριτήρια που θα το οδηγήσουν όσο προχώρα η 

διαδικασία σε µια περιοχή χωρίς να επιλέγονται αρχικά κάποιοι σπόροι. Στα 

υπόλοιπα σηµεία που υποδεικνύουν οι συνθήκες που αναφέραµε πιο πάνω δεν 

έχουµε καµιά διαφοροποίηση. Την συνθήκη (4) υλοποίει το κριτήριο 

συγχώνευσης ανάλογα µε την απόκλιση που έχει το κάθε pixel από το κάθε 

κανάλι χρώµατος της περιοχής. Εδώ µπαίνει µία ακόµα διαφορά στον αλγόριθµο 

µας. Το κριτήριο συγχώνευσής µας µπορεί να γίνεται µεταβλητό και να έχει την 

ικανότητα να αντιµετωπίζει µεγάλες αντιθέσεις οι οποίες παρουσιάζονται σε 

κάποιες περιοχές. Το κριτήριο συγχώνευσης, την αντιµετώπιση µεγάλων 

αντιθέσεων και τον αλγόριθµο µας συνολικά τα παρουσιάζουµε στην ενότητα 3.1, 

3.2 και 4 αντίστοιχα. 

 

2.5. Υλοποίηση Κώδικα σε Java 

 Το ονοµα της κλάσης που υλοποιεί την κατάτµηση σε Java είναι 

SplitAndMerge . Κάνουµε χρήση του πίνακα imageArray  ο οποίο κράτα τα 

δεδοµένα της εικόνας σε τρισδιάστατη µορφη (ύψος,πλατος,κανάλια) και του 

πίνακα regCheck που κρατά τον αριθµό της περιοχής που ανήκει κάθε pixel. Οι 

µεταβλητές tolerance, regionNo, width, height, bands, bumpEffe ct  κρατάνε 

αντίστοιχα την ανεκτικότητα, αριθµό περιοχής, πλάτος και ύψος της εικόνας, 

αριθµός  καναλιών και την ανεκτικότητα σε µεγάλες αντιθέσεις. Γίνετε επίσης 

χρήση της κλάσης Regions regionsAvg  που κρατά και υπολογίζει πληροφορίες 

όπως το χρώµα κάθε περιοχής και τον αριθµό των pixels που βρίσκονται σε 

αυτήν. Πριν παρουσιάσουµε ολόκληρο τον κώδικα κατάτµησης, παρουσιάζουµε 

µερικές µεθόδους οι λειτουργίες των οποίων ειναι αρκετα σηµαντικές. Στην 

λειτουργικότητα της κλάσης Regions δεν θα επεκταθούµε γιατί θεωρούµε ότι οι 

λειτουργίες της είναι πιο κοντά σε αυτές των δοµών δεδοµένων παρά στον 

αλγόριθµο µας. 
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2.5.1. Κριτήριο συγχώνευσης για τα pixels. 

Για να καθορίσουµε αν ένα pixel  µπορει να συγχωνευθεί µε µια περιοχή 

χρησηµοποιούµε την boolean µέθοδο isInSegment  που φαίνετε πιο κάτω. 

private  boolean isInSegment(int w,int h,int regionNo){ 

        double diffr; double diffg; double diffb; 

        double []regAvg=regionsAvg.getRegion(regionNo); 

        int elements=(int)regAvg[3]; 

        double regionSize=elements/(width*height*4); 

        double bEffect=bumpEffect-(regionSize*bumpEffect); 

                  

        if(regCheck[w][h]==-1 || regionNo==-1) 

                return false; 

            else{ 

                diffr=Math.abs(imageArray[w][h][0] - regAvg[0]); 

                diffg=Math.abs(imageArray[w][h][1] - regAvg[1]); 

                diffb=Math.abs(imageArray[w][h][2] - regAvg[2]); 

                if(diffr<tolerance+bEffect && 

       diffg<tolerance+bEffect &&  

       diffb<tolerance+bEffect) 

                    return true; 

                else 

                    return false; 

            }} 

Κώδικας 2.2: Μέθοδος isInSegment, κριτήριο συγχώνευσης pixels. 

 

Η isInSegment  δέχεται το w και h συµβολίζουν το πλάτος και ύψος όπου 

βρίσκεται το pixel που θέλουµε να ελέγξουµε αν βρίσκετε στην περιοχή regionNo. 

Αρχικά ανακτούµε τον αριθµό στοιχείων που περιέχονται µέχρι τώρα στην 

περιοχή µας και υπολογίζουµε το µέγεθος του bumpEffect που θα προστεθεί στο 

tolerance. Όπως έχουµε προβλέψει, στα pixels τα οποία βρίσκονται στο τέλος 

µιας περιοχής δίνουµε τον αριθµό περιοχής -1 για να µπορούµε να κρατήσουµε 

το περίγραµµά της ξεχωριστό. Επειδή τώρα τα περιγράµµατα όλων των 
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περιοχών έχουν τον ίδιο αριθµό, το -1, πρέπει να σιγουρευτούµε µε τον 

παρακάτω έλεγχο ότι τα pixels που βρίσκονται δίπλα σε αυτά δεν θα 

συγχωνευθούν µαζί τους. 

if(regCheck[w][h]==-1 || regionNo==-1) 

                return false; 

Αµέσως µετά υπολογίζουµε την διαφορά που έχει το κανάλι χώµατος του pixel 

από τον µέσο όρο αυτού της περιοχής και αν αυτό είναι µικρότερο από την τελική 

τιµή της ανεκτικότητας τοτε η µέθοδος µας επιστρέφει true για να µπορεί να 

ανάψει το πράσινο φως στην συγχώνευση. ∆ιαφορετικά σε κάθε άλλη 

περίπτωση επιστρέφει false. 

 

2.5.2. Κριτήριο συγχώνευσης µεταξύ περιοχών. 

Το κριτήριο συγχώνευσης µεταξύ περιοχών έχει την ίδια λειτουργία µε αυτή του 

κριτηρίου συγχώνευσης µεταξύ των pixels. Η κύρια διαφορά του όπως φαίνετε 

πιο κάτω, είναι ότι στην είσοδο δέχεται τον αριθµό των δύο περιοχών για τις 

οποίες θα γίνει ο έλεγχος. 

private  boolean isInSegment(int regionNo1,int regionNo2){ 

        if(regionNo1==-1 || regionNo2==-1) 

            return false; 

        double diffr; double diffg; double diffb; 

        double []regAvg1=regionsAvg.getRegion(regionNo1); 

        double []regAvg2=regionsAvg.getRegion(regionNo2); 

 

        int elements=(int)regAvg1[3]; 

        double regionSize=elements/(width*height); 

        double bEffect1=bumpEffect-(regionSize*bumpEffect); 

        elements=(int)regAvg2[3]; 

        regionSize=elements/(width*height*4); 

        double bEffect2=bumpEffect-(regionSize*bumpEffect); 

        double bEffect=(bEffect1+bEffect2)/2; 

 

        diffr=Math.abs(regAvg1[0] - regAvg2[0]); 

        diffg=Math.abs(regAvg1[1] - regAvg2[1]); 



Κεφάλαιο 2: Κατάτµηση Εικόνας 
 

 

21 

        diffb=Math.abs(regAvg1[2] - regAvg2[2]); 

        if(diffr<tolerance+bEffect && 

       diffg<tolerance+bEffect &&  

       diffb<tolerance+bEffect) 

            return true; 

        else 

            return false; 

    } 

Κώδικας 2.3: Μέθοδος isInSegment, κριτήριο συγχώνευσης περιοχών. 

 

Πρώτα απ’ όλα ξεκινάµε κάνουµε ένα έλεγχο για να βεβαιωθούµε ότι οι δύο 

περιοχές δεν ανήκουν στο περίγραµµα. ∆ήλαδη ότι µια από τις περιοχές δεν έχει 

τιµή -1. Μετά τον έλεγχο, αν καµία περιοχή δεν ανήκει στο περίγραµµα, τότε 

ανακτούµε την µέση τιµή κάθε καναλιού χρώµατος και για τις δύο περιοχές. Και 

τις τοποθετούµε στους  πίνακες regAvg1 και regAvg2. 

double []regAvg1=regionsAvg.getRegion(regionNo1); 

double []regAvg2=regionsAvg.getRegion(regionNo2); 

Η ανεκτικότητα στις αντιθέσεις στην περίπτωση αυτή που έχουµε δύο περιοχές, 

υπολογίζεται µε τον ίδιο ακριβώς τρόπο και παίρνουµε τον µέσο όρο των δυο. 

double bEffect=(bEffect1+bEffect2)/2; 

Τέλος, υπολογίζουµε την διαφορά τους σε κάθε κανάλι χρώµατος και αν αυτή 

είναι µικρότερη από την ανεκτικότητα µας τότε µπορεί να γίνει η συγχώνευση. 

if(diffr<tolerance+bEffect && diffg<tolerance+bEffect && diffb<tolerance+bEffect) 

            return true; 

 

2.5.3. Συγχώνευση περιοχών. 

Τέλος πριν δούµε την µέθοδο κατάτµησης θα εξετάσουµε την µέθοδο 

συγχώνευσης.  Η µέθοδος που υλοποιεί την συγχώνευση είναι σχετικά απλή. 

Παίρνει ως είσοδο τον αριθµό δύο περιοχών region1 και region2. Πρώτα θα 

καλέσει την µέθοδο mergeRegions της κλάσης Regions η οποία υπολογίζει τον 

νέο µέσο όρο για κάθε κανάλι χρώµατος στην συγχωνευµένη περιοχή και αφαιρει 

την δεύτερη περιοχή που πια δεν χρησιµοποιείται, από την µνήµη. Μετά την 
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κλήση της µεθόδου αυτής ελέγχουµε όλα pixels της εικόνας µας και σε όσα έχουν 

αριθµό περιοχής αυτό της region2 δίνουµε αριθµό περιοχής αυτό της region1. Ο 

κώδικας φαίνεται πιο κάτω. 

private void mergeSegments(int region1,int region2){ 

        regionsAvg.mergeRegions(region1, region2); 

        for(int i=0; i<width; i++) 

            for(int j=0; j<height; j++) 

                if(regCheck[i][j]==region2) regCheck[i][j]=region1; 

    } 

Κώδικας 2.4: Μέθοδος mergeSegments για συγχώνευση περιοχών. 

 

2.5.4. Η κατάτµηση της εικόνας. 

Στη µέθοδο κατάτµησης υλοποιούµε τον αλγόριθµο που αναφέραµε πιο 

πάνω. Σαρώνουµε την εικόνα κατά το ύψος των pixels και τα ελέγχουµε όλα 

µέχρι το πλάτος της εικόνας. Όπως είπαµε µια περιοχή µπορεί να είναι ένα pixel 

από µόνο του. Άρα αρχίζουµε θέτοντας για αρχική περιοχή στο συγκεκριµένο 

πλάτος το pixel που αρχίζει στην θέση ένα του ύψους, δηλαδή hStart=1. Μετά θα 

δηµιουργήσουµε µια καινούρια περιοχή στην κλάση Regions µέσω του 

αντικειµένου regionsAvg. Σε αυτήν θα εισάγουµε την τιµή κάθε καναλιού 

χρώµατος για την περιοχή που µόλις δηµιουργήσαµε. Ακολούθως θέτουµε στον 

πίνακα regCheck τον αριθµό περιοχής που έχει το pixel µας. Επειδή ακόµα 

βρισκόµαστε στην αρχή της εικόνας και εξετάζουµε το πρώτο pixel το τέλος της 

προηγούµενης περιοχής βρίσκετε στο µηδέν που βρίσκεται το περίγραµµα της 

εικόνας. Έτσι θα πρέπει να σηµειώσουµε ότι η εικόνα από µόνη της αποτελεί µια 

περιοχή όπου µέσα της κρατά άλλες µικρότερες εµφωλευµένες περιοχές. 

for(int w=1; w<width-1; w++){ 

            hStart=1; 

regionNo=regionsAvg.createRegion(imageArray[w][1][0] 

,imageArray[w][1][1] 

,imageArray[w][1][2]); 

            regCheck[w][1]=regionNo; 

            for(int h=1; h<=height-2; h++){ 



Κεφάλαιο 2: Κατάτµηση Εικόνας 
 

 

23 

Κώδικας 2.5: ∆ηµιουργία αρχικών περιοχών για κάθε πλάτος. 

 

Αφού καθορίσουµε την περιοχή για το πρώτο pixel στο συγκεκριµένο πλάτος 

συνεχίζουµε κατά ύψος για να εξετάσουµε και τα υπόλοιπα. Χρησιµοποιώντας 

την µέθοδο isInSegment εξετάζουµε αν το pixel στο οποίο βρισκόµαστε ανήκει 

στην περιοχή που µέχρι τώρα δηµιουργήσαµε. Αν αυτό δεν ανήκει στην περιοχή 

µας τότε θα κλείσουµε την περιοχή που δηµιουργήθηκε και uα εξετάσουµε µια 

καινούρια. Θα ορίσουµε για αυτή την νέα περιοχή το pixel στο οποίο 

βρισκόµαστε ως αρχή. Ακόµα, θα δηµιουργήσουµε µια καινούρια περιοχή στην 

κλάση Regions µέσω του αντικειµένου regionsAvg και θα δώσουµε στην νέα 

περιοχή τον αριθµό της δηλώνοντας την στον πίνακα regCheck. Στην εικόνα 2 

στην επόµενη σελίδα, αριστερά µε κίτρινο φαίνεται το pixel που ελέγχουµε και µε 

κόκκινο η περιοχή που δηµιουργήθηκε µέχρι τώρα. ∆εξιά, µετά την αποτυχία της 

συγχώνευσης, το κίτρινο pixel αποτελεί την αρχή µιας καινούριας περιοχής. 

 
Εικόνα 2.2: Έλεγχος και δηµιουργία νέας περιοχής. 

 

Εδώ θα πρέπει να σηµειώσουµε ότι σε περίπτωση που βρισκόµαστε στο τέλος 

του ύψους της εικόνας απλά θα κλείσουµε την περιοχή που εξετάζουµε τώρα και 
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ο αλγόριθµος µας θα προχωρήσει στο επόµενο πλάτος. Όλα αυτά φαίνονται πιο 

κάτω στον κώδικα που ακολουθεί. 

if(!isInSegment(w,h,regCheck[w][hStart],lastRegionH) || h==height-2){ 

                    hStart =h; 

                    if(h!=height-2){ 

                        regionNo=regionsAvg.createRegion(imageArray[w][h][0], 

imageArray[w][h][1], 

imageArray[w][h][2]); 

                        regCheck[w][h]=regionNo;  } 

Κώδικας 2.6: ∆ηµιουργία νέας περιοχής. 

 

Όσα αναφέραµε πιο πάνω ελέγχουν την περίπτωση που το pixel το οποίο 

κοιτάµε δεν ανήκει στην περιοχή που εξετάζουµε. Στην άλλη περίπτωση που 

µπορεί να προκύψει, το pixel έχει τα ίδια χαρακτηριστικά µε την περιοχή και έτσι 

µπορεί να γίνει συγχώνευση. Στην εικόνα πιο κάτω φαίνεται ο έλεγχος που 

γίνεται για το τρέχων pixel. Ο έλεγχος είναι θετικός και όπως φαίνεται στην εικόνα 

δεξιά το pixel συγχωνεύεται µε την κόκκινη περιοχή.  

 
Εικόνα 2.3: Έλεγχος και συγχώνευση pixel µε την περιοχή. 
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Για να γίνει αυτό καλούµε αρχικά την insertPixel της κλάσης Regions, και θέτουµε 

σε αυτή την τιµή κάθε καναλιού χρώµατος του pixel και τον αριθµό της περιοχής 

µας. Αφού γίνουν αυτά τότε η συγχώνευση τελειώνει δίνοντας τον αριθµό 

περιοχής στον πίνακα regCheck στην θέση που βρίσκετε το pixel. 

regionsAvg.insertPixel(imageArray[w][h][0], imageArray[w][h][1], 

imageArray[w][h][2],regionNo); 

regCheck[w][h]=regionNo;  

Κώδικας 2.7: Συγχώνευση pixel µε την τρέχουσα περιοχή. 

 

Αµέσως µετά τον έλεγχο συγχώνευσης µε την περιοχή πιο πίσω στο ύψος ένα 

ακόµα κοµµάτι για το οποίο πρέπει να παρέχουµε κάποιο έλεγχο είναι αν το pixel 

αυτό µπορεί να συγχωνευτεί µε την περιοχή που βρίσκετε δίπλα του σε πλάτος. 

Πιο κάτω, όπως φαίνεται στην εικόνα αριστερά βρισκόµαστε στο pixel µε την 

κουκίδα και ελέγχουµε την συγχώνευση µε την περιοχή στην οποία οδηγεί το 

βέλος.  

 
Εικόνα 2.4: Έλεγχος και συγχώνευση µεταξύ περιοχών. 
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Αν µπορεί να γίνει συγχώνευση του pixel µε την περιοχή τότε έχουµε την µπλε 

περιοχή όπως φαίνετε στην εικόνα 4 δεξιά. Όταν η συγχώνευση δεν είναι δυνατή 

τότε η κόκκινη περιοχή θα παραµείνει όπως είναι. Για να πραγµατοποιηθούν 

αυτά πρέπει να βρισκόµαστε σε πλάτος µεγαλύτερο του 1 και ή περιοχή που 

βρίσκετε δίπλα δεν έχει ήδη τον ίδιο αριθµό µε αυτή του pixel µας τότε 

χρησιµοποιούµε την µέθοδο isInSegment για να καθορίσουµε αν το pixel αυτό 

είναι συγχωνεύαµε. Αν ο έλεγχος είναι θετικός τότε καλούµε την mergeSegments 

για να κάνουµε την συγχώνευση. 

if(w>1 &&  

   regCheck[w][h]!=regCheck[w-1][h] &&  

   isInSegment(w,h,regCheck[w-1][h])){ 

                    mergeSegments(regCheck[w-1][h],regCheck[w][h]); 

                    regionNo=regCheck[w-1][h]; 

} 

Κώδικας 2.8: Έλεγχος και συγχώνευση µεταξύ περιοχών. 

 

Ο κώδικας των περιπτώσεων που εξετάσαµε πιο πάνω παραπείθετε 

ολοκληρωµένος πιο κάτω. 

    public void segmentationAvg(){ 

          int hStart;  

        for(int w=1; w<width-1; w++){ 

           hStart=1; 

            regionNo=regionsAvg.createRegion(imageArray[w][1][0], 

imageArray[w][1][1], 

imageArray[w][1][2]); 

            regCheck[w][1]=regionNo;  

            for(int h=1; h<=height-2; h++){ 

                if(!isInSegment(w,h,regCheck[w][hStart]) || h==height-2){ 

                    hStart=h; 

                    if(h!=height-2){ 

                        regionNo=regionsAvg.createRegion(imageArray[w][h][0], 

imageArray[w][h][1], 

imageArray[w][h][2]); 
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                        regCheck[w][h]=regionNo; 

                    } 

                } 

                else{ 

                    regionsAvg.insertPixel(imageArray[w][h][0], imageArray[w][h][1], 

         imageArray[w][h][2],regionNo); 

                    regCheck[w][h]=regionNo; 

                } 

                if(w>1 && 

 regCheck[w][h]!=regCheck[w-1][h] && 

 isInSegment(w,h,regCheck[w-1][h])){ 

                      mergeSegments(regCheck[w-1][h],regCheck[w][h]); 

                      regionNo=regCheck[w-1][h]; 

                } } } } 

Κώδικας 2.9: Η µέθοδος κατάτµησης segmentationAvg. 

 

2.5.5. Συγχώνευση γειτονικών περιοχών. 

Όπως αναφέραµε πιο πάνω στις βασικές αρχές του κώδικα µας, στο βήµα 

8, µετά το τέλος της κατάτµησης προσπαθούµε να βρούµε επιπλέον 

συγχωνεύσεις µεταξύ περιοχών. Η mergeNeighbours είναι µια µέθοδος που 

κοιτά την κατατετµηµένη πια εικόνα και ψάχνει για αυτές τις επιπλέον 

συγχωνεύσιµες περιοχές που κατά την εκτέλεση του αλγόριθµου µας δεν 

ανιχνευτήκαν. Η διαφορά της είναι ότι κοιτάει τις γειτονικές περιοχές συνολικά και 

όχι αν ένα pixel είναι συγχωνεύσιµο µε µια περιοχή. Ουσιαστικά αυτό που κάνει 

είναι να εντοπίζει τα άκρα µιας περιοχής ελέγχοντας αν γειτονικά pixels µέσα 

στην εικόνα έχουν διαφορετικό αριθµό περιοχής. Αν εντοπιστούν τέτοια pixels 

τότε γίνετε ένας έλεγχος κατά πόσο οι περιοχές στις οποίες ανήκουν είναι 

συγχωνεύσιµες και αναλόγως αν ισχύει κάτι τέτοιο τότε θα προχωρήσει στην 

συγχώνευση. Ακόµα, στις παραµέτρους της παίρνει την elimSize η οποία 

δηλώνει ένα µέγεθος περιοχής το οποίο οι τελικές περιοχές θα πρέπει να 

ξεπερνούν. Αν αυτό δεν συµβαίνει τότε οι µικρότερες περιοχές θα συγχωνεύονται 

µε τις γειτονικές τους. Αν η elimSize είναι µηδέν τότε θα συγχωνεύονται µονο οι 
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περιοχές που είναι συµβατές µεταξύ τους. Ο λόγος που εισάγουµε αυτό τον 

τρόπο συγχώνευσης είναι για να αποφύγουµε τις περιπτώσεις που έχουµε 

πολλές και πολύ µικρές περιοχές. 

private void mergeNeighbours(int elimSize){ 

        for(int i=1; i<regCheck.length; i++) 

            for(int j=1; j<regCheck[0].length; j++){ 

                if(regCheck[i][j]!=regCheck[i-1][j]) 

                    if(isInSegment(regCheck[i-1][j],regCheck[i][j]) || 

 regionsAvg.getRegion(regCheck[i][j])[3]<elimSize) 

                        mergeSegments(regCheck[i-1][j],regCheck[i][j]); 

                if(regCheck[i][j]!=regCheck[i][j-1]) 

                    if(isInSegment(regCheck[i][j-1],regCheck[i][j]) ||  

  regionsAvg.getRegion(regCheck[i][j])[3]<elimSize) 

                        mergeSegments(regCheck[i][j-1],regCheck[i][j]); 

            } 

    } 

Κώδικας 2.10: Συγχώνευση γειτονικών περιοχών µε την segmentationAvg. 

 

2.6. Πειραµατικά αποτελέσµατα 

 

2.6.1. Σύγκριση διάφορων ρυθµίσεων. 

Αν και η ανθρώπινη αντίληψη είναι καθαρά υποκειµενική πιο κάτω 

παρουσιάζουµε τα αποτελέσµατα της προσπάθειας µας αυτής ώστε να 

δηµιουργήσουµε ένα σωστό αλγόριθµο κατάτµησης εικόνας. Στις δοκιµές που 

κάνουµε πιο κάτω χρησιµοποιούµε αυτόµατο υπολογισµό της ανεκτικότητας από 

το πρόγραµµα µας. Η ανεκτικότητα αυτή υπολογίζετε αν πάρουµε το µισό της 

τυπικής απόκλισης που παρουσιάζεται στον µέσο όρο των pixels ολόκληρης της 

εικόνας για κάθε κανάλι χρώµατος. Παρουσιάσουµε επίσης µια κατάτµηση που 

δεν παρέχει ανοχή στις µεγάλες αντιθέσεις και µια ακόµα που κάνει χρήση 

σταθερής ανεκτικότητας µε τιµή 30. 

Πρώτα θα παρουσιάσουµε την κατάτµηση µιας εικόνας µε τριαντάφυλλα 

όπως φαίνεται πιο κάτω. Με µια πρώτη µάτια θα λέγαµε ότι καλύτερη κατάτµηση 
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γίνεται στην ρύθµιση µε ανεκτικότητα 30 καθώς η κατάτµηση χωρίς ανεκτικότητα 

µας δίνει πολλές µικρές περιοχές, και η αυτόµατη ρύθµιση δεν καταφέρνει να 

συγχώνευση το φόντο ολόκληρο σε µία περιοχή. Όµως όπως είπαµε, η 

ανθρώπινη αντίληψη είναι καθαρά αντικειµενική. Αυτό δηλαδή που σε εµάς 

φαίνεται σαν ένα ο αλγόριθµος µας το αντιλαµβάνεται διαφορετικά λόγο των 

διαφορετικών χαρακτηριστικών του. 

 
Εικόνα 2.5: Κατάτµηση εικόνας µε τριαντάφυλλα. 

 

Αν δούµε τώρα την επόµενη δοκιµή µας όπου παρουσιάζει την κατάτµηση µίας 

εικόνας µε ένα σκυλί θα φτάσουµε εύκολα στο συµπέρασµα ότι καλύτερα µε την 

αυτόµατη ρύθµιση φτάνουµε στο καλύτερο αποτέλεσµα. Όπως φαίνεται στην 

εικόνα 6 στην επόµενη σελίδα αν παρατηρήσουµε την κατάτµηση µε 

ανεκτικότητα 30 τότε θα έχουµε µια µεγάλη ανεπιθύµητη υπερσυγχώνευση. Έτσι 

µπορούµε τώρα να διακρίνουµε ότι η ρύθµιση που στην προηγούµενη εικόνα µας 

έδωσε την καλύτερη κατάτµηση τώρα µας δίνει την χειρότερη. Λόγω της 

υποκειµενικότητας του ανθρώπινου µυαλού αν ψάχναµε µας µόνοι µας τις 
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ιδανικές ρυθµίσεις θα φτάναµε σίγουρα σε καλύτερο αποτέλεσµα που θα ερχόταν 

βέβαια σε αντίθεση µε αυτό που προσπαθούµε να κάνουµε. Αυτό που θέλουµε 

είναι µία κατάτµηση εξ ολοκλήρου από το πρόγραµµα µας που θα µπορεί να 

φτάσει από µονό του σε αποτελέσµατα χωρίς την πλήρη επίβλεψη µας. 

 
Εικόνα 2.6: Κατάτµηση εικόνας µε σκυλί. 

 

2.6.2. Σύγκριση κατάτµησης µε τον αλγόριθµο Statistical Region Merging.  

Ο αλγόριθµος Statistical Region Merging[1] του Richard Nock και Frank 

Nielsen είναι κατά την γνώµη µας ένας πάρα πολύ καλός αλγόριθµος Region 

Growing και για αυτό ακριβώς τον λόγο τον επιλέξαµε για να συγκρίνουµε τα 

αποτελέσµατα µας µε αυτόν. Επιτυγχάνει πάρα πολύ καλά αποτελέσµατα µε 

µεγάλη ταχύτητα εκτέλεσης, και κάνει την επέκταση των περιοχών στην εικόνα 

χρησιµοποιώντας τεχνικές από την στατιστική για να βρει σε πια περιοχή ανήκει 

ένα pixel. Παρακάτω παρουσιάζουµε µια σειρά από κατατµήσεις που έχουµε µε 

τον αλγόριθµο µας σε σύγκριση µε τον αλγόριθµο Statistical Region Merging. Οι 

εικόνες που χρησιµοποιήσαµε φαίνονται στην εικόνα 7, στην επόµενη σελίδα. 
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Εικόνα 2.7: Εικόνες για σύγκριση -(α)Τριαντάφυλλο (β)Αλεπού (γ) Λύκος (δ) Πλοίο 

 

Σε όλες τις συγκρίσεις που κάνουµε, οι ρυθµίσεις στον δικό µας αλγόριθµο 

γίνονται µε την αυτόµατη επιλογή ανεκτικότητας όπως την παρουσιάσαµε πιο 

πάνω στην ενότητα 6.1. Στον αλγόριθµο Statistical Region  χρησιµοποιούµε τις 

εξορισµού ρυθµίσεις όπως αυτές παρουσιάζονται στο [1]. 

 
Εικόνα 2.8: Σύγκριση (α) (αριστερά:Split n’Merge, δεξιά:Statistical Region Merging) 

 

Πιο πάνω φαίνεται η πρώτη µας σύγκριση µε την κατάτµηση της εικόνας (α) µε το 

τριαντάφυλλο. Οι συγκρίσεις όπως φαίνονται µοιάζουν σε αρκετά µεγάλο βαθµό. 
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Μπορούµε να πούµε να πούµε ίσως ότι η κατάτµηση στα δεξιά από τον 

αλγόριθµο Statistical Region Merging είναι καλύτερη από  την κατάτµηση του 

δικού µας αλγόριθµου. Σε αυτό το συµπέρασµα φτάνουµε αν παρατηρήσουµε ότι 

ο αλγόριθµος µας προβαίνει σε ένα µικρό βαθµό υπερσυγχώνευσης στα πέταλα 

του τριαντάφυλλου. Mε τον αλγόριθµο Statistical Region Merging ξεχωρίζουµε τα 

αντικείµενα µε µεγαλύτερη ακρίβεια αλλά, και στους δύο αλγόριθµους έχουµε µια 

αρκετά καλή κατάτµηση. Παρακάτω µπορούµε να δούµε τα αποτελέσµατα της 

δεύτερης  µας σύγκρισης στην εικόνα µε την αλεπού. 

 
Εικόνα 2.9: Σύγκριση (β)(αριστερά:Split n’Merge, δεξιά:Statistical Region Merging) 

 

Εδώ µπορούµε να πούµε ότι η καλύτερη κατάτµηση είναι αυτή στα αριστερά από 

τον δικό µας αλγόριθµο. Και πάλι οι δυο αλγόριθµοι παρουσιάζουν 

αποτελέσµατα που είναι παρόµοια. Παρατηρούµε όµως ότι στον αλγόριθµο 

Statistical Region Merging έχουµε µια ανεπιθύµητη υπερσυγχώνευση στα πίσω 

πόδια της αλεπούς, καθώς και µία ακόµα περιοχή στην περιοχή της κοιλιάς η 

ύπαρξη της οποίας όµως εναπόκειται στην ανθρώπινη υποκειµενικότητα. 

 
Εικόνα 2.10:Σύγκριση (γ)(αριστερά:Split n’Merge, δεξιά:Statistical Region Merging) 
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Η κατάτµηση τώρα της εικόνας 10 της προηγούµενης σελίδας παρουσιάζει την 

σύγκριση (γ) όπου υπάρχει ένας σχεδόν λευκός λύκος σε ένα λευκό χιονισµένο 

περιβάλλον. Εδώ φαίνεται ξεκάθαρα ότι η κατάτµηση µε την µεγαλύτερη επιτυχία 

είναι αυτή του αλγόριθµου µας αφού, η κατάτµηση στα δεξιά αποτυγχάνει να 

καθορίσει ως ξεχωριστό αντικείµενο το κεφάλι του λύκου. Αυτό οφείλετε σε 

µεγάλο βαθµό στο ότι το χρώµα του κεφαλιού µοιάζει αρκετά µε το χρώµα του 

χιονιού. Αν αλλάξουµε τις ρυθµίσεις στον αλγόριθµο Statistical Region Merging 

είναι πιθανόν ότι θα πετύχουµε µια καλή κατάτµηση αλλά αυτό που εµείς 

θέλουµε είναι ένας αλγόριθµος που προσαρµόζεται µόνος του, και προβαίνει σε 

κατάτµηση χωρίς επίβλεψη. Κάτι που επιτυγχάνουµε στον δικό µας αλγόριθµο 

κάνοντας χρήση της αυτόµατης ρύθµισης της ανεκτικότητας. Πιο κάτω στην 

εικόνα 11 µπορούµε να δούµε τα αποτελέσµατα της τελευταίας µας σύγκρισης 

για την εικόνα (δ). 

 
Εικόνα 2.11:Σύγκριση (δ)(αριστερά:Split n’Merge, δεξιά:Statistical Region Merging) 

 

Η κατατµήσεις των δύο αλγόριθµων µας δίνουν για ακόµα µια φορά παρόµοια 

αποτελέσµατα µε τον αλγόριθµο Statistical Region Merging να υπερισχύει ίσως 

για λίγο, ξεχωρίζοντας το πλοίο ολόκληρο σε ένα τµήµα, και τον δικό µας να 

κάνει ακόµα µια µικρή υπερσυγχώνευση στην πλώρη του πλοίου. 

 Βλέποντας τις τέσσερις συγκρίσεις που παρουσιάσαµε µπορούµε να 

πούµε ότι ο αλγόριθµος µας επιτυγχάνει πολύ καλά αποτελέσµατα. Μπορεί 

ακόµα χωρίς επίβλεψη, από µόνος του δηλαδή να φτάνει σε αποτελέσµατα που 

οδηγούν σε µια ασφαλή κατάτµηση. 
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2.7. Συµπεράσµατα 

Η κατάτµηση είναι πολύ σηµαντική στα συστήµατα ανάκτησης εικόνας 

βάσει περιεχοµένου γιατί µπορεί να ενισχύσει σε πολύ µεγάλο βαθµό τις 

πληροφορίες που εξάγονται από µια εικόνα[9][10]. Αντίστοιχα η µορφή και τα 

χαρακτηριστικά ενός αντικειµένου σε µια εικόνα εξαρτώνται κατά πολύ από τον 

αλγόριθµο κατάτµησης[11]. Εµείς δηµιουργήσαµε ένα αλγόριθµο που οµαδοποιεί 

τα αντικείµενα ανάλογα µε τα κοινά χαρακτηρίστηκα που έχουν τα pixels τους σε 

κάθε κανάλι χρώµατος. Επίσης αφού δηµιουργηθεί µια πρώτη ιδέα των 

αντικειµένων επανεξετάζουµε για πιθανές συγχωνεύσεις µεταξύ τους. Όλα αυτά 

µπορούν να υλοποιηθούν µε ένα πολύ απλό κριτήριο συγχώνευσης που το µόνο 

σφάλµα που µπορεί µερικές φορές να µας παρουσιαστεί είναι αυτό της 

υπερσυγχώνευσης. Στις περισσότερες περιπτώσεις όµως ο αλγόριθµος µας, µας 

παρέχει µε µεγάλη ταχύτητα, αξιόπιστα αποτελέσµατα που ικανοποιούν τους 

στόχους µας στην κατάτµηση εικόνας. 
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3.1. Εισαγωγή 

 Μετά την ανάλυση της εικόνας µέσω της κατάτµησης θα πρέπει να 

εισάγουµε τα δεδοµένα µας µέσα σε ένα αυτοοργανούµενο χάρτη (Self 

Organizing Map). Οι αυτοοργανούµενοι χάρτες αναπτύχθηκαν από τον Teuvo 

Kohonen το 1982[13], γενικά µπορούµε να πούµε ότι πρόκειται για ένα σχετικά 

απλό εργαλείο που όµως µπορεί να ταξινοµεί πολύπλοκα δεδοµένα ανάλογα µε 

τις συσχετίσεις που παρουσιάζουν µεταξύ τους. Έχουµε επιλέξει αυτό τον τύπο 

νευρωνικού δικτύου λόγω της ικανότητας του να προσαρµόζεται στα δεδοµένα 

που λαµβάνει χωρίς να έχει κάποια επίβλεψη. Αυτό που θα θέλαµε είναι να 

κατηγοριοποιήσουµε τις περιοχές µας και να προσδιορίσουµε ένα αρµόδιο 

νευρώνα για κάθε περιοχή που µπορεί να προκύψει. Πριν πούµε περισσότερα 

όµως, πάµε να δούµε τις βασικές αρχές τω νευρωνικών δικτύων και να 

εξετάσουµε την λειτουργία του αυτοοργανούµενου χάρτη 

 

3.1.1. Αναδροµή στα Νευρωνικά ∆ίκτυα 

Τα νευρωνικά δίκτυα είναι γνωστά και ως συνδετικά µοντέλα που 

προσπαθούν να κάνουν χρήση µερικών γνωστών ή αναµενόµενων τεχνικών 

οργάνωσης του ανθρώπινου εγκεφάλου. Ένα νευρωνικό δίκτυο αποτελείτε από 

ένα αριθµό απλών, ανεξάρτητων επεξεργαστών, τους νευρώνες[15]. 

Στην αρχή η έρευνα σε αυτόν τον τοµέα έγινε για νευροβιολογικά 

ενδιαφέροντα. Τα πρώτα πεδία έρευνας κινούνταν γύρω από ένα νευρώνα και τη 

µοντελοποίηση του, ή γύρω από τους αποκαλούµενους κανόνες µάθησης 

τροποποιώντας τα συνοπτικά βάρη. Το perceptron του Frank Rosenblatt ήταν το 

πρώτο που θεώρησε τις προοπτικές της επεξεργασίας και της αποθήκευσης 

πληροφοριών. Ως µια µηχανή που µαθαίνει δηµιούργησε τεράστια αίσθηση στο 

χώρο ξεκινώντας έτσι µαζί του την “χρυσή εποχή”  των νευρωνικών δικτύων την 

δεκαετία του 1960. Σύντοµα όµως έγινε γνωστό ότι δεν µπορούσε να λύσει απλά 

προβλήµατα, όπως για παράδειγµα να ξεχωρίσει τους άρτιους από τους 

περιττούς αριθµούς[15]. 
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Εικόνα 3.1: Ένας απλοποιηµένος νευρώνας του εγκεφάλου[17][18]. 

 

Έτσι η έρευνα στο πεδίο υπέφερε από µια τεράστια οπισθοδρόµηση. αυτό 

ξεκίνησε το 1969 την “σκοτεινή εποχή” των νευρωνικών δικτύων. Το ενδιαφέρον 

και η εφορία επανήλθαν το 1985 όταν ανακαλύφθηκαν νέοι αλγόριθµοι µάθησης. 

Σήµερα µερικά νευρωνικά δίκτυα ονοµάζονται παγκόσµιοι προσεγγιστές 

(universal aproximators) πού µπορούν να προσαρµοστούν σε οποιαδήποτε 

δεδοµένα εισόδου, εξόδου και να προσεγγίσουν κάθε δεδοµένο πρόβληµα. 

∆ιάφοροι τύποι νευρωνικών δικτύων µπορούν να λύσουν διάφορα προβλήµατα 

όπως η αναγνώριση προτύπων, συµπλήρωση προτύπων, καθορισµός 

οµοιοτήτων µεταξύ προτύπων ή δεδοµένων, και αυτόµατη κατάταξη σε 

κατηγορίες (classification)[15].Αν η διαδικασία µάθησης καταφέρει να βρει ένα 

κατάλληλο συνδυασµό βαρών έτσι ώστε να λύνετε το δεδοµένο πρόβληµα, τότε 

η λύση του περικλείεται στις συνδέσεις του δικτύου. Τα νευρωνικά δίκτυα για 

τους χρήστες τους λειτουργούν σαν “µαύρα κουτιά” και συνήθως δεν είναι 

δυνατόν να εξάγουµε από αυτά καθαρή γνώση. Τα νευρωνικά δίκτυα δηλαδή 

είναι ικανά να λύσουν δύσκολα προβλήµατα αλλά δεν µας λένε πως το κάνουν. 

Παρόµοια προβλήµατα προκύπτουν αν θέλουµε να χρησιµοποιήσουµε ήδη 

υπάρχουσα γνώση για τις συνδέσεις µεταξύ προτύπων εισόδου και εξόδου. Είναι 

αδύνατο να προσαρµόσουµε µια τέτοια γνώση αν θέλουµε να επιταχύνουµε τη 
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διαδικασία εκπαίδευσης. Ένα νευρωνικό δίκτυο πάντα πρέπει να µάθει από το 

µηδέν. 

 

3.1.2. Ο Τεχνητός Νευρώνας 

Ένας στατικός νευρώνας αποτελείτε από ένα αθροιστή, η έξοδος του οποίου 

είναι το σταθµισµένο άθροισµα των εισόδων του[14], δηλαδή: 
 

σ= 
 

w i x i + β  = 
 

w i x i    και    xn+1=1, β= wn+1 

     

Όπου w είναι τα βάρη, x οι είσοδοι του νευρώνα και β η σταθερά πόλωσης. 

Θετική τιµή ενός βάρους αναπαριστά την διέγερση και η αρνητική την 

αποδιέγερση. Συνεπώς η απόλυτη τιµή του βάρους καθορίζει την ισχύ της 

σύνδεσης[14][17]. 

 
Εικόνα 3.2: Τεχνητός νευρώνας 

 

Το σταθµισµένο άθροισµα ενεργοποιεί την συνάρτηση f(.) που έχει χαρακτήρα 

λογικής µονάδας κατωφλίου (threshold). Η έξοδος του νευρώνα σκανδαλίζεται 

όταν το σήµα σ περάσει το κατώφλι που ορίζεται από την πόλωση β [2].  Για την 

συνάρτηση εξόδου του νευρώνα υπάρχουν διάφορες παραλλαγές[14][17]: 

 

1. Γραµµική σχέση(γραµµικός νευρώνας): 

f(σ)=σ 
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2. ∆υαδική(δίτιµη) σχέση κατωφλίου: 

f(σ)=1 εάν σ>0 

f(σ)=0 εάν σ≤0 

 

3. Σιγµοειδής(Sigmoid): 

f(σ)=1/1+e-σ  [0,1] 

 

4.  Σχέση µε υπερβολική εφαπτοµένη(hyperbolic tangent): 

f(σ)= 1-e-σ /1+e-σ= ½  [0,1] 

 

5. Σχέση τύπου Perceptron: 

f(σ)=σ εάν σ>0 

f(σ)=0 εάν σ≤0 

 

3.1.3. Ανάλυση του Αυτοοργανούµενου χάρτη (Self Organizing Map) 

Αυτός ο τύπος δικτύου παρέχει µια µέθοδο εκπαίδευσης χωρίς επίβλεψη 

που είναι γνωστή ως ανταγωνιστική µάθηση, και είναι ιδιαίτερα χρήσιµη όταν 

γίνεται ανάλυση δεδοµένων ανάµεσα στα οποία δεν είναι γνωστές οι 

συσχετίσεις[16]. Σε αυτό το δίκτυο δεν υπάρχουν στόχοι για να επιτευχθούν, 

όπως επίσης δεν υπάρχει σφάλµα για να ελαχιστοποιηθεί. Αυτά είναι και τα 

χαρακτηριστικά που το κάνουν να ξεχωρίζει από τις µεθόδους που λειτουργούν 

µε επιβλεπόµενη µάθηση[16]. 

Ένα νευρωνικό δίκτυο SOM(Self Organizing Map) λειτουργεί µε δύο 

στρώµατα, το στρώµα εισόδου και το στρώµα Kohonen[15][16][19]. Το στρώµα 

εισόδου αποτελείτε από κόµβους που διανέµουν τις τιµές των µεταβλητών των 

πρότυπων εισόδου σε κάθε κόµβο του στρώµατος Kohonen όπως φαίνεται και 

στο σχήµα 3 πιο κάτω[16]. Το στρώµα Kohonen είναι µια συλλογή από κόµβους 

τοποθετηµένους σε τετραγωνική ή εξαγωνική µορφή. Οι κόµβοι του στρώµατος 

εισόδου είναι συνδεδεµένοι µε κάθε κόµβο του στρώµατος Kohonen µέσω βαρών 

που τροποποιούνται κατά την εκπαίδευση[16]. 
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Εικόνα 3.3: Τα στρώµατα εισόδου και Kohonen στο δίκτυο SOM 

 

Σε σύγκριση µε ένα βιολογικό νευρωνικό δίκτυο, το στρώµα Kohonen είναι 

ανάλογο µε τον φλοιό του ανθρώπινου εγκέφαλου. Ο φλοιός του εγκεφάλου είναι 

σαν ένα ρούχο µε µέγεθος περίπου ένα τετραγωνικό µέτρο και νευρώνες έξι 

στρωµάτων διπλωµένους έτσι ώστε να µπορούν να χωρέσουν στο κρανίο[16]. 

Παρόλο που η µηχανική και οι ενέργειες του φλοιού δεν είναι εντελώς κατανοητές 

υπάρχουν στοιχεία που µας λένε ότι υπάρχει µια πλευρική επέκταση στην 

αλληλεπίδραση ανάµεσα στους νευρώνες του. Με άλλα λόγια αν ένας νευρώνας 

στον εγκεφαλικό φλοιό διεγερθεί, τότε σε κάποιο βαθµό θα διεγερθούν και οι 

νευρώνες που τον περιβάλλουν. Μπορούµε να πούµε ότι όσο αυξάνεται η 

απόσταση µεταξύ των νευρώνων που γειτονεύουν τόσο µειώνεται η διέγερση, 

όπως φαίνεται και από την συνάρτηση του Mexican hat στο σχήµα 4α[16]. 

Το στρώµα Kohonen είναι µια απλοποίηση του εγκεφαλικού φλοιού. Πριν 

ξεκινήσει η εκπαίδευση οι µεταβλητές των βαρών αρχικοποιούνται σε τυχαίες 

τιµές. Η εκπαίδευση γίνεται όταν παρουσιαστούν τα πρότυπα στο δίκτυο. Οι 

κόµβοι στο στρώµα Kohonen ανταγωνίζονται µεταξύ τους για να βρουν ποιος 

νευρώνας θα διεγερθεί. Αυτό που καθορίζει το νικητή κόµβο είναι η ευκλείδεια 

απόσταση ανάµεσα στα πρότυπα εισόδου και τα βάρη[16][19]. Νικητής κόµβος 

είναι αυτός που έχει την µικρότερη απόσταση. Η διαδικασία εκπαίδευσης 



Κεφάλαιο 3: Αυτοοργανούµενοι Χάρτες 
 

 

41 

τροποποιεί τα βάρη του νικητή κόµβου και της γειτονίας του. Για να επιτευχτεί 

κάποια υπολογιστική απλοποίηση στη συµµετοχή που θα έχει ο νικητής 

νευρώνας και η γειτονιά του στην τροποποίηση των βαρών, η συνάρτηση του 

Mexican hat που παρατηρείται στους βιολογικούς νευρώνες απλοποιείτε σε µια 

βηµατική συνάρτηση όπως φαίνεται στο σχήµα πιο κάτω. Εδώ όλοι οι κόµβοι στη 

γειτονιά του νικητή συµµετέχουν πλήρως στην διαδικασία µάθησης. Καθώς η 

διαδικασία εκπαίδευσης προχωρά το µέγεθος της γειτονιάς µειώνετε µέχρι να 

γίνει µηδέν, και έτσι µε κάθε πρότυπο υπάρχει ένας µόνο νικητής. Το βήµα 

εκπαίδευσης επίσης µειώνεται κατά την διάρκεια της εκπαίδευσης[16]. 

 
Εικόνα 3.4: Συνάρτηση µεξικάνικου καπέλου και βηµατική συνάρτηση 

Το αποτέλεσµα της εκπαίδευσης είναι ένας χάρτης χαρακτηριστικών που 

αναγνωρίζει τις σχέσεις ανάµεσα στα πρότυπα εισόδου. Με άλλα λόγια κλάσεις 

µε παρόµοια χαρακτηριστικά είναι τοποθετηµένες η µία δίπλα στην άλλη. Ο 

χάρτης χαρακτηριστικών µπορεί να χρησιµοποιηθεί για την κατηγοριοποίηση 

καινούριων προτύπων εισόδου αναγνωρίζοντας τον νικητή νευρώνα απλά µε την 

παρουσίαση του προτύπου στο δίκτυο. 

 

3.1.4. Προσαρµογή του αυτοοργανούµενου χάρτη στο µοντέλο µας 

 Το µοντέλο µας, στο επίπεδο εισόδου του αυτοοργανούµενου χάρτη θα 

παίρνει ως παραµέτρους το χρώµα και το σχήµα µιας περιοχής όπως αυτή έχει 

καθοριστεί από την κατάτµηση. Στην έξοδο µας θα βρίσκετε η θέση του νικητή 

νευρώνα η οποία στην συνέχεια θα χρησιµοποιείτε από το πρόγαµα µας για να 
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φτιάξουµε µια σειρά αντικειµένων ή αναµνήσεων όπως τις αποκαλούµε, που θα 

αποτελούνται από αυτούς τους νικητές νευρώνες. Πιο κάτω φαίνετε ο τύπος της 

Ευκλείδειας απόστασης που θα χρησιµοποιηθεί για να βρεθεί ο νευρώνας που 

έχει την µικρότερη απόσταση από τα δεδοµένα της εισόδου και είναι ο νικητής. 

 

Για καλύτερη απόδοση τον αυτοοργανούµενο χάρτη τον έχουµε κάνει σφαιρικό. 

Όλες οι λειτουργείς του παραµένουν οι ίδιες όπως τις περιγράψαµε πιο πάνω µε 

την διαφορά όµως ότι όλες οι άκρες του χάρτη συνδέονται µεταξύ τους. Σαν να 

βλέπουµε δηλαδή ένα χάρτη της γης µε την Αµερική και την Ασία στις άκρες που 

όµως συνδέονται και είναι δυο γειτονικές περιοχές. 

 

3.2. Υλοποίηση Αυτοοργανούµενου χάρτη σε Java 

Παρακάτω παρουσιάζεται η υλοποίηση του αυτοοργανούµενου χάρτη 

όπως τον ορίσαµε στο ιδανικό µοντέλο. Θα δηµιουργήσουµε ένα δίκτυο Kohonen 

SOM το οποίο στο στρώµα εισόδου θα παίρνει το σχήµα που είναι ένας πίνακας 

µε 1600 pixels, και ένα χρώµα µε δηλαδή τρεις τιµές για κόκκινο, πράσινο και 

µπλε. Το µέγεθος του στρώµατος Kohonen, το αρχικό και τελικό βήµα 

εκπαίδευσης, το µέγεθος της γειτονιάς, καθώς και ο µέγιστος αριθµός εποχών θα 

καθορίζονται από τον χρήστη. 

Ο κώδικας όπως σε όλη την εργασία είναι γραµµένος σε Java και θα 

επεκταθούµε σε αυτόν όπου είναι απαραίτητο. Στις παρακάτω παραγράφους θα 

επικεντρωθούµε στον κώδικα που υλοποιεί τις λειτουργίες του δικτύου και όπου 

αλλού κρίνουµε απαραίτητο ότι πρέπει να επεκταθούµε αφήνοντας µερικές 

φορές έξω µερικά σηµεία τα οποία δεν θεωρούµε σηµαντικά. 

 

3.2.1. ∆οµή των δεδοµένων µας στον αυτοοργανούµενο χάρτη 

Τα δεδοµένα που εξάγονται από τον κώδικα της κατάτµησης εισάγονται 

από τον αυτοοργανούµενο χάρτη  είτε άµεσα είτε από την αποθηκευµένη τους 

µορφή σε XML από την κλάση XMLReaderWriter στο πακέτο filesIO. Κάθε 

κατατετµηµένη εικόνα θα δηµιουργήσει ένα αντικείµενο της κλάσης SomImage το 
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οποίο κρατάει σε µεταβλητές το την περιγραφή της εικόνας αν αυτή είναι 

διαθέσιµη, την ανεκτικότητα µε την οποία έγινε η κατάτµηση, το µέγεθος που 

καταλαµβάνουν σε pixels συνολικά όλες οι περιοχές, καθώς και ένα 

Vector<RegionDataSet> µε το όνοµα image το οποίο περιέχει όλες τις περιοχές 

που προέκυψαν µετά την κατάτµηση.  

Η RegionDataSet είναι η κλάση όπου κρατά τα δεδοµένα για µια περιοχή. 

Κάθε περιοχή χαρακτηρίζεται από το χρώµα της σε όλα τα κανάλια χρώµατος, 

την τοποθεσία της περιοχής µέσα στην εικόνα σε ύψος και σε πλάτος, το µέγεθος 

της σε pixels, και την µορφή της περιοχής σε ένα πίνακα 1600 θέσεων. Για τα 

παραπάνω µε την σειρά που αναφέρθηκαν χρησιµοποιούµε τις µεταβλητές red, 

green, blue, wOffset, hOffset, elements και shape[ ]. Κατά την εκπαίδευση και 

ανάκληση του δικτύου δεν χρησιµοποιούνται όλα τα δεδοµένα που 

παρουσιάσαµε πιο πάνω αλλά εµείς τα παρουσιάζουµε εδώ καθώς πιο θα τα 

χρειαστούµε σε επόµενα βήµατα του µοντέλου µας. 

Την κλάση RegionDataSet ουσιαστικά µπορούµε να την θεωρήσουµε ως 

τον νευρώνα στο στρώµα εισόδου καθώς είναι αυτή που συνδέεται µε τους 

νευρώνες στο στρώµα Kohonen[19]. 

 

3.2.2. Οι νευρώνες στο στρώµα Kohonen 

Το στρώµα Kohonen αποτελείτε από νευρώνες που παίρνουν τα 

δεδοµένα από τις κλάσεις RegionDataSet και χρησιµοποιώντας τον τύπο της 

ευκλείδειας απόστασης υπολογίζουν την απόσταση τους από αυτά. Ο κάθε 

νευρώνας σε αυτό το επίπεδο έχει τέσσερις γείτονες, έναν στα δεξιά, έναν στα 

αριστερά, έναν πάνω και έναν κάτω.  

 
Εικόνα 3.5: Ο νευρώνας και οι γείτονες του 
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Στην εφαρµογή µας οι νευρώνες είναι αντικείµενα της κλάσης Neuron και κάθε 

ένας από αυτούς έχει ως γείτονες αντικείµενα της ίδιας κλάσης τους νευρώνες 

neighbourLeft, neighbourRight, neighbourUp, neighbourDown. Επειδή οι 

νευρώνες αυτοί έχουν ιδιωτική πρόσβαση στην κλάση µας όταν θέλουµε να τους 

ανακτήσουµε θα χρησιµοποιούµε τις πιο κάτω µεθόδους: 

    public Neuron getNeighbourLeft(){return neighbourLeft;} 

    public Neuron getNeighbourRight(){return neighbourRight;} 

    public Neuron getNeighbourUp(){return neighbourUp;} 

    public Neuron getNeighbourDown(){return neighbourDown;} 

 

Οι νευρώνες µας θα πρέπει να εκπαιδεύονται έτσι ώστε να µοιάζουν ο 

κάθε ένας σε διαφορετικό είδος περιοχής. Για αυτό τον λόγο κάθε νευρώνας θα 

αντιπροσωπεύεται από ένα σχήµα και ένα χρώµα όπου κατά την εκπαίδευση θα 

προσαρµόζετε στα χαρακτηριστικά µιας περιοχής. Το σχήµα και το χρώµα σε 

έναν νευρώνα αντιπροσωπεύονται από τους πίνακες shape και color. Μόλις ένας 

νευρώνας δηµιουργηθεί οι δύο αυτοί πίνακες αρχικοποιούνται σε τυχαίες τιµές 

καλώντας την µέθοδο initNeuron που φαίνετε πιο κάτω. 

 

private void initNeuron() { 

for(int i=0; i<color.length; i++) 

color[i]=Math.random()*255; 

 

for(int i=0; i<shape.length; i++) 

shape[i]=Math.random()*100; 

} 

Κώδικας 3.1: Μέθοδος αρχικοποίησης των χαρακτηριστικών του νευρώνα 

 

Το χρώµα στον πίνακα color σε κάθε κανάλι χρώµατος αρχικοποιείτε παίρνοντας 

τιµές από 0 ως 255 ενώ ο πίνακας shape των 1600 θέσεων για το σχήµα παίρνει 

τιµές από 0 ως 100. Μετά την αρχικοποίηση και κατά την εκπαίδευση αυτές οι 

τιµές αλλάζουν ανάλογα µε τις περιοχές τις οποίες τους παρουσιάζουµε. 
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3.2.3. Υπολογισµός απόστασης της περιοχής από τον νευρώνα 

Αυτό που κάνει την λειτουργία του αυτοοργανούµενου χάρτη να γίνεται 

χωρίς στόχους είναι η ανταγωνιστική µάθηση. Όταν παρουσιάσουµε µια περιοχή 

στο στρώµα Kohonen όλοι οι νευρώνες ανταγωνίζονται για το ποιος είναι 

καταλληλότερος να κερδίσει. Αυτό που καθορίζει τον νικητή σε αυτόν τον 

ανταγωνισµό είναι η απόσταση. Η απόσταση αποτελεί ένα κριτήριο οµοιότητας 

που εφαρµόζει τον τύπο της ευκλείδειας απόστασης στα κανάλια χρώµατος και 

το σχήµα της περιοχής, δηλαδή η απόσταση βρίσκεται ως εξης: 

 

Η συνολική απόσταση είναι δηλαδή η απόσταση που έχει το χρώµα, συν την 

απόσταση που έχει το σχήµα της περιοχής. Στην Java την απόσταση την 

υπολογίζουµε µε τις τρείς µεθόδους πιο κάτω. 

    public double distance(double shapeDataSet[],double[] colorDataSet){ 

        return shapeDistance(shapeDataSet) + colorDistance(colorDataSet); 

    } 

Κώδικας 3.2: Μέθοδος υπολογισµού συνολικής απόστασης 

 

Καλώντας αρχίκα την µέθοδο distance πού µε την σειρά της καλεί την 

shapeDistance και colorDistance υπολογίζουµε την απόσταση. Αυτό που κάνει 

είναι να προσθέτει τις αποστάσεις που επιστρέφουν οι δύο µέθοδοι πιο κάτω. 

 

    public double shapeDistance(double shapeDataSet[]){ 

        double total=0; 

        double dist; 

        for(int i=0; i<shape.length; i++){ 

            total+=Math.pow(shape[i]-shapeDataSet[i],2); 

        } 

        dist=Math.sqrt(total);  

        return dist; 

    } 

    Κώδικας 3.3: Μέθοδος υπολογισµού απόστασης σχήµατος 
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    public double colorDistance(double colorDataSet[]){ 

        double total=0; 

        double dist; 

        for(int i=0; i<color.length; i++){ 

            total+=Math.pow(color[i]-colorDataSet[i],2); 

        } 

        dist=Math.sqrt(total); 

         

        return dist; 

    } 

Κώδικας 3.4: Μέθοδος υπολογισµού απόστασης χρώµατος 

 

Η shapeDistance και colorDistance παίρνουν ως όρισµα ένα πίνακα, για το 

σχήµα τον shapeDataSet και για το χρώµα τον  colorDataset για να υπολογίσει 

την απόσταση από τους αντίστοιχους πίνακες του νευρώνα. Αρχικά υπολογίζουν 

το άθροισµα της διαφοράς κάθε δείγµατος του πίνακα δοσµένο στο τετράγωνο 

χρησιµοποιώντας την Math.pow της Java και ακολούθως βρίσκουµε την ρίζα 

αυτού του αθροίσµατος χρησιµοποιώντας την Math.sqrt. 

 

3.2.4. Εκπαίδευση νευρώνα 

Όπως θα δούµε και πιο κάτω, κατά την διαδικασία εκπαίδευσης του 

αυτοοργανούµενου χάρτη παρουσιάζουµε τις διάφορες περιοχές στους νευρώνες 

του δικτύου και ψάχνουµε τον νικητή. Όταν ο νικητής βρεθεί τότε θα πρέπει να 

γίνει κάποια εκπαίδευση σε αυτόν και την γειτονιά του έτσι ώστε να µοιάζει 

περισσότερο στην περιοχή που έχει κερδίσει. Η εκπαιδευση ενός νευρώνα 

γίνεται µε τις τρεις µεθόδους πιο κάτω. 

 

public void train(double shapeDataSet[],double colorDataSet[],double beta){ 

        trainShape(shapeDataSet, beta); 

        trainColor(colorDataSet,beta); 

} 

Κώδικας 3.5: Μέθοδος εκπαίδευσης νευρώνα 
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Η µέθοδος train δέχεται τα χαρακτηριστηκά της περιοχής που µόλις κέρδισε ο 

νευρώνας και µε την σειρά της τα δίνει στις µεθόδους trainShape και trainColor 

όπου εκπαιδεύουν το σχήµα και το χρώµα του νευρώνα[16]. 

 

public void trainShape(double shapeDataSet[],double beta){ 

        double delta=0; 

        for(int i=0; i<shape.length; i++){ 

            delta = beta * (shapeDataSet[i] - shape[i]); 

            shape[i]+=delta; 

        } 

    } 

Κώδικας 3.6: Μέθοδος εκπαίδευσης σχήµατος νευρώνα 

 

    public void trainColor(double colorDataSet[],double beta){ 

        double delta=0; 

        for(int i=0; i<color.length; i++){ 

            delta = beta * (colorDataSet[i] - color[i]); 

            color[i]+=delta; 

        } 

    } 

Κώδικας 3.7: Μέθοδος εκπαίδευσης χρώµατος νευρώνα 

 

Οι δύο µέθοδοι εκπαίδευσης παίρνουν εκτός από το χρώµα και το σχήµα της 

περιοχής ένα ακόµα όρισµα, το βήµα εκπαίδευσης beta. Το βήµα εκπαίδευσης 

καθορίζει το βαθµό στον οποίο θα µοιάζει ο νευρώνας στην περιοχή που του 

παρουσιάζεται. Κατά την διάρκεια της εκπαίδευσης του δικτύου το beta θα 

µειώνεται µέχρι να φτάσει σε µία πολύ µικρή τιµή που ορίζουµε εµείς. Αυτό που 

κάνουµε στην εκπαίδευση είναι να προσθέτουµε σε κάθε στοιχείο που έχει το 

σχήµα και το κάθε κανάλι χρώµατος του νευρώνα την διαφορά του από την τιµή 

που έχει το αντίστοιχο στοιχείο της περιοχής πολλαπλασιάζοντας το µε το βήµα 

εκπαίδευσης. Η τιµή που προστίθεται ονοµάζεται δέλτα και βρίσκεται όπως πιο 

κάτω: 

delta = beta * (colorDataSet[i] - color[i]); 
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3.2.5. Η γειτονιά στον αυτοοργανούµενο χάρτη 

Οι αυτοοργανούµενοι χάρτες έχουν βασισµένες τις θεµελιώδες αρχές της 

λειτουργίας του φλοιού του εγκεφάλου. Στον φλοιό υπάρχει έντονη υ ύπαρξη της 

γειτνίασης ανάµεσα στους νευρώνες, δηλαδή νευρώνες που βρίσκονται κοντά ο 

ένας στον άλλο έχουν παρόµοια χαρακτηριστικά. Όσο η απόσταση ανάµεσα σε 

δύο νευρώνες αυξάνεται η οµοιότητα αυτή θα µειώνεται. Για να πετύχουµε αυτή 

την λειτουργία στον αλγόριθµο µας θα πρέπει κατά την εκπαίδευση να µην 

εκπαιδεύεται µόνο ο νικητής νευρώνας αλλά και η γειτονία του. Το µέγεθος της 

γειτονιάς µπορεί να είναι σχετικά µεγάλο αρχικά για να σχηµατιστεί η γενική δοµή 

του στρώµατος Kohonen και σταδιακά να µειώνεται έτσι ώστε να µπορούν οι 

νευρώνες να εξειδικευτούν σε µια περιοχή. Παρακάτω βλέπουµε τις δύο 

µεθόδους που επιτρέπουν στους νευρώνες να ανακτούν ένα αριθµό γειτόνων 

προς τα αριστερά και προς τα πάνω όσο είναι το µέγεθος της γειτονιάς. 

     

    public Neuron goLeft(int i,int neigh,Neuron current){ 

        if(i==neigh) return current; 

        else return goLeft(i+1,neigh,current.getNeighbourLeft()); 

    } 

Κώδικας 3.8: Μέθοδος ανάκτησης γειτονιάς νευρώνα προς τα αριστερά 

 

    public Neuron goUp(int i,int neigh,Neuron current){ 

        if(i==neigh) return current; 

        else return goUp(i+1,neigh,current.getNeighbourUp()); 

    } 

Κώδικας 3.9: Μέθοδος ανάκτησης γειτονιάς νευρώνα προς τα πάνω 

 

Αυτές οι δύο µέθοδοι λειτουργούν αναδροµικά ανακτώντας τον νευρώνα που 

βρίσκεται προς τα αριστερά ή προς τα πάνω αντίστοιχα µέχρι να φτάσουν στον 

νευρώνα που η απόσταση του είναι ίση µε το µέγεθος της γειτονιάς. Και τις δύο 

αυτές µεθόδους θα τις χρησιµοποιήσουµε κατά την εκπαίδευση του δικτύου για 

να ανακτήσουµε τον νευρώνα που βρίσκεται πάνω αριστερά στην γειτονιά του 

νικητή, τον νευρώνα δηλαδή από τον οποίο θα αρχίσει η εκπαίδευση. 
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3.2.6. Αρχικοποίηση του αυτοοργανούµενου χάρτη 

Αφού εξηγήσαµε τις βασικές λειτουργίες του νευρώνα τώρα θα εξετάσουµε 

πως αρχικοποιούνται όλοι νευρώνες για να σχηµατιστεί ο χάρτης µας. Τους 

νευρώνες µας τους κρατάµε στον πίνακα som[ ][ ] στον οποίο µπορούµε να 

δώσουµε όποιο µέγεθος θέλουµε. Αφού δηµιουργήσουµε τον πίνακα τότε 

καλούµε την initSOM για να σχηµατίσουµε τις σχέσεις ανάµεσα στους νευρώνες. 

∆ηλαδή να θέσουµε τον νευρώνα που βρίσκετε πάνω, κάτω, δεξιά και αριστερά 

ως γειτονικό. 

    public void initSOM(){ 

        for(int i=0; i<som.length; i++){ 

            for(int j=0; j<som[0].length; j++){ 

                som[i][j]=new Neuron(i,j); 

                if(i>0){ 

                    som[i][j].setNeighbourLeft(som[i-1][j]); 

                    som[i-1][j].setNeighbourRight(som[i][j]); 

                } 

                if(i==som.length-1){ 

                    som[0][j].setNeighbourLeft(som[som.length-1][j]); 

                    som[som.length-1][j].setNeighbourRight(som[0][j]); 

                } 

                if(j>0){ 

                    som[i][j].setNeighbourUp(som[i][j-1]); 

                    som[i][j-1].setNeighbourDown(som[i][j]); 

                } 

                if(j==som[0].length-1){ 

                    som[i][0].setNeighbourUp(som[i][som[0].length-1]); 

                    som[i][som[0].length-1].setNeighbourDown(som[i][0]); 

                } 

            } 

        } 

    } 

Κώδικας 3.10: Μέθοδος αρχικοποίησης αυτοοργανούµενου χάρτη 
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Η µέθοδος αυτή εξετάζει κάθε νευρώνα του πίνακα som και αν αυτός δεν 

βρίσκεται στις άκρες, δηλαδή όταν το i και j είναι µεγαλύτερα του µηδέν και 

µικρότερα από το µήκος του πίνακα θέτει ως νευρώνα αριστερά και δεξιά για τον 

τρέχων ij αυτόν που βρίσκεται στο i-1 και i+1 αντίστοιχα. Για τον πάνω και κάτω 

τον j-1 και j+1. Στην περίπτωση που βρισκόµαστε στην αρχή τότε ο νευρώνας 

πάνω ή αριστερά θα είναι αυτός που βρίσκεται στο τέλος. Το αντίστροφο 

συµβαίνει όταν βρισκόµαστε στο τέλος του πίνακα. 

 

3.2.7. Ο αλγόριθµος και η υλοποίηση της εκπαίδευσης 

 Μέχρι τώρα ότι είδαµε ήταν γύρω από τους νευρώνες και τις λειτουργίες 

τους. Τώρα που έχουµε εξετάσει όλες τις σηµαντικές πτυχές του νευρώνα ήρθε η 

ώρα να µιλήσουµε για την εκπαίδευση. Ό αλγόριθµος µας για την εκπαίδευση 

ακολουθεί την βασική αρχή των εποχών, έτσι εκπαίδευση στους 

αυτοοργανούµενούς χάρτες όπως άλλωστε συµβαίνει σε όλα τα νευρωνικά 

δίκτυα λαµβάνει χώρα σε κάποιο συγκεκριµένο αριθµό εποχών[15]. Σε κάθε 

εποχή παρουσιάζουµε τις περιοχές από διάφορες εικόνες στο δίκτυο µας και 

ψάχνουµε τον νικητή για να γίνει εκπαίδευση σε αυτόν και την γειτονιά του 

σύµφωνα µε το βήµα εκπαίδευσης. Πιο κάτω φαίνεται αναλυτικά ο αλγόριθµος 

που θα υλοποιήσουµε. 

  

1. Για την εποχή epoch=0 µέχρι την µέγιστη εποχή 

a. Μείωση του βήµατος εκπαίδευσης beta ανά εποχή 

b. Υπολογισµός γειτονιάς ανά εποχή 

c. Για όλες τις κατατετµηµένες εικόνες 

i. Για όλες τις περιοχές της εικόνας 

1. Εξέτασε ένα-ένα όλους τους νευρώνες του δικτύου 

a. Αν ο τρέχων νευρώνας έχει την µικρότερη απόσταση 

κράτησε τον ως νικητή 

2. Πήγαινε στην αρχή της γειτονιάς του νικητή νευρώνα 

3. Για όλους τους νευρώνες της γειτονιάς 

a. Παρουσίασε την περιοχή και εκπαίδευσε τον νευρώνα 

Κώδικας 3.11: Αλγόριθµος εκπαίδευσης του αυτοοργανούµενου χάρτη 
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Τώρα που είδαµε τον αλγόριθµο του αυτοοργανούµενου χάρτη πάµε να 

εξετάσουµε και την υλοποίηση του στην εφαρµογή µας. Τις µέγιστές εποχές, το 

µέγεθος της γειτονιάς, το αρχικό και τελικό βήµα εκπαίδευσης, καθώς και τις 

εικόνες που θα συµµετάσχουν στην εκπαίδευση, τα ορίζουµε όλα εµείς στα 

ορίσµατα τη µεθόδου trainSom όπως πιο κάτω: 

trainSom(int maxEpochs, 

    int neighbourhood, 

    double betaInitial, 

    double betaFinal, 

   SomImage images[]){… 

Κώδικας 3.12: Ορίσµατα µεθόδου trainSom 

 

Για να υλοποιήσουµε το βήµα 1. της εκπαίδευσης µας το µόνο που έχουµε να 

κάνουµε είναι ένα βρόγχο επανάληψης for. 

for(int epoch=0; epoch<maxEpochs; epoch++){ 

 

Για τα βήµατα 1.a και 1.b πρέπει να υπολογίσουµε το βήµα εκπαίδευσης και το 

µέγεθος της γειτονιάς ανά εποχή. Το βήµα εκπαίδευσης beta θα µειώνεται 

σταδιακά µέχρι να φτάσει από την αρχική τιµή στην τελική και το µέγεθος της 

γειτονιάς neigh θα µειώνεται σταδιακά µέχρι να γίνει µηδέν όπου θα γίνεται 

εκπαίδευση µόνο στον νικητή νευρώνα. 

beta=betaInitial-((epoch/maxEpochs)*(betaInitial-betaFinal)); 

            neigh=neighbourhood -1 - (int)((epoch*neighbourhood)/maxEpochs); 

 

Στα βήµατα 1.c και 1.c.i δύο for, στο ένα θα περάσουµε τις εικόνες που επιλέξαµε 

για την εκπαίδευση και στο δεύτερο θα περνάµε µια µία τις περιοχές που 

δηµιουργήθηκαν από την κατάτµηση. 

for(int i=0; i<images.length; i++){ 

for(int j=0; j<images[i].getRegionsNo(); j++){ 

                        RegionDataSet regData=images[i].getRegion(j); 
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Το βήµα 1.c.i.1 λέει ότι πρέπει να εξετάσουµε ένα-ένα τους νευρώνες του δικτύου 

µας. Αφού οι νευρώνες µας βρίσκονται στον πίνακα som θα πρέπει να 

δηµιουργήσουµε δύο επαναλήψεις, µια για κάθε διάσταση του πίνακα ώστε να 

τους ελέγξουµε. 

                        for(int r=0; r<som.length; r++) 

                            for(int c=0; c<som[0].length; c++){ 

 

Για το βήµα 1.c.i.1.a θα παίρνουµε τους νευρώνες και εξετάζουµε αν ή απόσταση 

τους είναι µικρότερη από τον τρέχων νικητή. Αυτό που χρειαζόµαστε είναι ένας 

έλεγχος που θα συγκρίνει τις αποστάσεις των δύο νευρόνων απο την περιοχή 

που εξετάζουµε. ∆ηλαδή: 

if(som[r][c].distance(regData.getShape(),regData.getPercentColor()) 

<winner.distance(regData.getShape(),regData.getPercentColor())){ 

                                    winner=som[r][c]; 

 } 

 

Όταν ο νικητής βρεθεί, όπως λέει και στο βήµα  1.c.i.2 θα πρέπει να µεταβούµε 

στην αρχή της γειτονιάς όπου αρχίζει η εκπαίδευση. Για να το κάνουµε αυτό 

χρησιµοποιούµε τις µεθόδους goUp και goLeft της κλάσης Neuron που 

παρουσιάσαµε νωρίτερα. 

neighLeftTop=winner.goLeft(0,neigh,winner); 

neighLeftTop=neighLeftTop.goUp(0,neigh,neighLeftTop);) 

 

Τώρα που βρισκόµαστε στην αρχή της γειτονιάς µπορούµε να µεταβούµε στο 

βήµα  1.c.i.3 όπου θα δηµιουργήσουµε ένα for που θα περιλαµβάνει όλους τους 

νευρώνες µέσα στη γειτονιά όπου θα εκπαιδευτούν. Για αυτό θα 

χρησιµοποιήσουµε ένα νευρώνα, το τρέχον που θα αλλάζει κάθε φορά και θα τον 

ονοµάσουµε curr. Θα χρησιµοποιούµε επίσης τις µεθόδους getNeighbourRight 

και getNeighbourDown της κλάσης Neuron για να µετακινούµαστε στους 

γειτονικούς νευρώνες. 
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Για κάθε τρέχων νευρώνα θα εκτελούµε την µέθοδο train όπως λέει και το 

βήµα   1.c.i.3.a. Στην µέθοδο αυτή θα περάσουµε το χρώµα και το σχήµα της 

τρέχουσας περιοχής. 

Neuron curr=neighLeftTop; 

for(int r=0; r<=neigh*2; r++){ 

for(int c=0; c<=neigh*2; c++){ 

             curr.train(regData.getShape(),regData.getPercentColor(),beta); 

                        curr=curr.getNeighbourRight(); 

             } 

            neighLeftTop=neighLeftTop.getNeighbourDown(); 

           curr=neighLeftTop; 

 } 

 

Πιο κάτω µπορούµε να δούµε τον κώδικα της µεθόδου ολοκληρωµένο. 

 

private void trainSom(int maxEpochs, int neighbourhood, 

double betaInitial,double betaFinal,SomImage images[]){ 

double beta,delta; 

int neigh; 

Neuron winner,neighLeftTop; 

 

 for(int epoch=0; epoch<maxEpochs; epoch++){ 

beta=betaInitial-((epoch/maxEpochs)*(betaInitial-betaFinal)); 

neigh=neighbourhood-1-(int)((epoch*neighbourhood) 

 /maxEpochs); 

for(int i=0; i<images.length; i++){ 

 for(int j=0; j<images[i].getRegionsNo(); j++){ 

             RegionDataSet regData=images[i].getRegion(j); 

                        winner=som[0][0]; 

                        //find winner neuron 

                        for(int r=0; r<som.length; r++) 

                         for(int c=0; c<som[0].length; c++){ 

if(som[r][c].distance( 

regData.getShape(), 



Κεφάλαιο 3: Αυτοοργανούµενοι Χάρτες 
 

 

54 

regData.getPercentColor()) 

<winner.distance( 

regData.getShape() 

,regData.getPercentColor())){ 

 winner=som[r][c]; 

                                  } 

                             } 

 neighLeftTop=winner.goLeft(0,neigh,winner); 

           neighLeftTop=neighLeftTop.goUp(0,neigh,neighLeftTop); 

           Neuron curr=neighLeftTop; 

           for(int r=0; r<=neigh*2; r++){ 

            for(int c=0; c<=neigh*2; c++){ 

                         curr.train( 

regData.getShape(), 

regData.getPercentColor(),beta); 

                                 curr=curr.getNeighbourRight(); 

                            } 

   neighLeftTop=neighLeftTop.getNeighbourDown(); 

                          curr=neighLeftTop; 

                }}}}} 

Κώδικας 3.13: Η µέθοδος trainSom 

 

3.2.8. Ο αλγόριθµος και η υλοποίηση της ανάκλησης 

 Η ανάκληση στους αυτοοργανούµενους χάρτες λειτουργεί µε την ίδια 

ακριβώς λογική όπως η εκπαίδευση. Παρουσιάζουµε στο εκπαιδευµένο πλέον 

δίκτυο τις περιοχές από µία εικόνα και ψάχνουµε τον νικητή νευρώνα[16].  

 

1. Για όλες τις περιοχές της κατατετµηµένης εικόνας 

a. Εξέτασε ένα-ένα όλους τους νευρώνες του δικτύου 

i. Αν ο τρέχων νευρώνας έχει την µικρότερη απόσταση κράτησε τον 

ως νικητή 

b. Καταχώρησε στην περιοχή τον νικητή νευρώνα 

Κώδικας 3.14: Αλγόριθµος ανάκλησης στον αυτοοργανούµενο χάρτη 
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Αφού βρεθεί ο νικητής, καταχωρείτε στην συγκεκριµένη περιοχή ως νικητής για 

να χρησιµοποιηθεί αργότερα από την εφαρµογή µας στην εύρεση των 

συσχετίσεων ανάµεσα στις περιοχές. 

 Για την υλοποίηση της ανάκλησης χρησιµοποιούνται οι µέθοδοι που 

είδαµε και στην εκπαίδευση µε εξαίρεση την setWinnerNeuron της κλάσης 

RegionDataSet για να καταχωρηθεί ο νικητής. Πιο κάτω ακολουθεί ο κώδικας. 

 

    private void recall(SomImage image){ 

        Neuron winner=som[0][0]; 

        Neuron noMemory=null; 

        boolean hasNoMem=false; 

        RegionDataSet regData; 

        for(int i=0; i<image.getRegionsNo(); i++){ 

            regData=image.getRegion(i); 

            for(int r=0; r<som.length; r++){ 

                for(int c=0; c<som[0].length; c++){ 

                    if(som[r][c].distance(regData.getShape(),regData.getPercentColor()) 

<winner.distance(regData.getShape(),regData.getPercentColor()))

{ 

                         winner=som[r][c]; 

                       } 

                } 

            } 

            regData.setWinnerNeuron(winner); 

        } 

    } 

Κώδικας 3.15: Αλγόριθµος ανάκλησης στον αυτοοργανούµενο χάρτη 

 

3.3. Συµπεράσµατα 

Σε αυτό το κεφάλαιο δηµιουργήσαµε έναν αυτοοργανούµενο χάρτη που 

παίρνει τις κατατετµηµένων περιοχών και βρίσκει τους νικητές νευρώνες για την 

κάθε µία. Αργότερα οι νικητές αυτοί θα χρησιµοποιηθούν στην εύρεση 

συσχετίσεων που στοχεύει στην δηµιουργία ενός προφίλ που θα καθορίζει τα 
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αντικείµενα. Αυτό το κοµµάτι του µοντέλου µας είναι αλληλένδετο µε την εύρεση 

των συσχετίσεων ανάµεσα στις περιοχές και για αυτό το λόγο θα παρουσιάσουµε 

τις διάφορες δοκιµές που έχουµε κάνει µόνο όταν ολοκληρωθούν και τα δύο 

µέρη.  



Κεφάλαιο 4 
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4.1. Εισαγωγή 

 Μετά την ανάλυση της εικόνας µέσω της κατάτµησης και την εισαγωγή 

των δεδοµένων µας στον αυτοοργανούµενο χάρτη έχουµε ότι χρειαζόµαστε για 

να σχηµατίσουµε ένα προφίλ συσχετίσεων για τα αντικείµενα.  Η συσχετίσεις 

αυτές θα παίζουν τον ρόλο που έχει η µνήµη στον ανθρώπινο εγκέφαλο. Μνήµη 

καθορίζεται ως η ικανότητα του εγκεφάλου να ανακτά πληροφορίες που 

κατάφερε να µάθει κάποια προηγουµένη στιγµή και τις κρατάει σε ένα σύστηµα 

εσωτερικής αποθήκευσης ώστε να τις ανακαλεί όποτε τις χρειαστεί[20]. Μνήµη 

εµείς στο πρόγραµµα µας αποκαλούµε την ικανότητα αποθήκευσης των 

διαφόρων ερεθισµάτων, δηλαδή χαρακτηριστικών που προκύπτουν µε την 

παρουσίαση µιας εικόνας στο σύστηµα µας. Στον άνθρωπο η µνήµη ακολουθεί 

την διαδικασία[20]: 

1. κωδικοποίηση 

2. διατήρηση 

3. ανάκτηση 

Αυτό ακριβώς θα προσπαθήσουµε να αντιγράψουµε κι εµείς. 

 

4.2. Η αντίληψη των αντικειµένων 

 Η αντίληψη αντικειµένων είναι η διαδικασία αναγνώρισης των 

ερεθισµάτων από µια εικόνα[21]. Τα ερεθίσµατα που έχουµε εµείς στην διάθεση 

µας από τα προηγούµενα βήµατα του µοντέλου µας είναι τα εξής: 

• Η θέση των νικητών νευρώνων που αντιπροσωπεύουν το χρώµα και 

το σχήµα των περιοχών 

• Το µέγεθος των περιοχών σε σχέση µε τις άλλες 

• Η θέση των περιοχών σε σχέση µε τις άλλες 

∆εδοµένου ότι εικόνες που παρουσιάζουν το ίδιο αντικείµενο έχουν τα ίδια η 

παρόµοια χαρακτηριστικά τότε εµείς θα πρέπει εµείς να τα κωδικοποιήσουµε 

αυτά έτσι ώστε κάθε φορά που παρουσιάζουµε µια εικόνα στο δίκτυο µας να 

ενεργοποιεί αυτά τα ερεθίσµατα και να µπορεί να επιλέξει σε πια ανάµνηση θα 

ενεργοποιήσει. Τα ερεθίσµατα µας θα τα αποθηκεύουµε κωδικοποιηµένα µέσα 

σε ένα µονοδιάστατο αυτοοργανούµενο χάρτη µνήµης, και θα τους δίνουµε µε 
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κάποιο τρόπο αξιολόγησης ένα βάρος που αντιπροσωπεύει το πόσο σηµαντική 

είναι η παρουσία τους µέσα στο αντικείµενο. Κάθε φορά που ανακαλείτε µια 

µνήµη θα ελέγχονται τα βάρη της µε αυτά των αντικείµενων που κατάφεραν να 

αντιστοιχηθούν. Αν το συνολικό βάρος είναι κοντά σε αυτό που παρουσιάζει 

συνήθως το αντικείµενο αυτού του τύπου τότε η ανάµνηση θα ενεργοποιείται. 

Στην εικόνα πιο κάτω φαίνετε η αναπαράσταση µιας µνήµης όπως την 

περιγράψαµε. 

 
Εικόνα 4.1: Θεωρητική αναπαράσταση µνήµης στο µοντέλο µας. 

 

4.3. Υλοποίηση της µνήµης σε Java 

Όλες οι αναµνήσεις που κρατάει το µοντέλο µας στην µνήµη του 

βρίσκονται στο αντικείµενο memories της κλάσης Memories που βρίσκεται στην 

κλάση SOM. Η Memories µε την βοήθεια ενός vector παρέχει όλες τις µεθόδους 

δηµιουργίας µιας ανάµνησης η ανάκτησης της είτε µε το όνοµα περιγραφής, είτε 
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µε την θέση που βρίσκετε στο vector. Πιο κάτω βλέπουµε τις τέσσερεις µεθόδους 

της κλάσης Memories: 

• Memory getMemory(int index) 

• Memory getMemory(String description) 

• addMemory(Memory memory) 

Το vector της κλάσης Memories περιέχει αντικείµενα της κλάσης Memory. Η 

κλάση Memory που καθορίζεται µε µια περιγραφή, είναι υπεύθυνη στο να κρατά 

τις συσχετίσεις µέσω του αντικειµένου relations της κλάσης Relations, καθώς και 

να υπολογίζει και το συνολικό βάρος της µνήµης έχοντας ένα αντικείµενο της 

κλάσης MemoryNeuron. Είναι υπεύθυνη επίσης για την εκπαίδευση των 

συσχετίσεων, την προσαρµογή του συνολικού βάρους στις συσχετίσεις και τον 

υπολογισµό της οµοιότητας της µνήµης µε µια εικόνα που της παρουσιάζουµε. 

Όλα αυτά θα τα αναλύσουµε στις ενότητες που ακλουθούν. 

 

4.3.1. ∆ηµιουργία των συσχετίσεων µέσα στο µοντέλο µας 

Όλες οι συσχετίσεις βρίσκονται όπως είπαµε στην κλάση Relations. H 

Relations περιέχει 2000 αντικείµενα της κλάσης Relation -ένας αριθµός που 

επιλέξαµε εµέις- και ουσιαστικά είναι υπεύθυνη µόνο για την διαχείριση τους. Η 

λειτουργίες των συσχετίσεων κρύβονται στην κλάση Relation και η λειτουργία 

όλων συνολικά ως ένας µονοδιάστατος αυτοεπαινούµενος χάρτης βρίσκεται στην 

κλάση Memory. Οι µέθοδοι διαχείρισης της κλάσης Relations είναι οι παρακάτω: 

• Relations getRelations() 

• Relation getRelation(int index) 

• int getRelationsNo() 

Όλες οι συσχετίσεις δηµιουργούνται και αρχικοποιούνται σε τυχαίες τιµές όταν 

δηµιουργηθεί το αντικείµενο relations στην κλάση Memories. 

 Η κλάση Relation αποτελεί την συσχέτιση ανάµεσα σε δύο νευρώνες που 

αντιπροσωπεύουν µε τη σειρά τους δύο περιοχές. Κρατάει επίσης και τα 

χαρακτηριστικά του πρώτου νευρώνα σε σχέση µε τον δεύτερο, δηλαδή το 

µέγεθος και την θέση. Οι δύο νευρώνες στη συσχέτιση αντιπροσωπεύονται από 

την θέση τους στον αυτοοργανούµενο χάρτη, η θέση του πρώτου από τους δύο 
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αποθηκεύεται στις µεταβλητές neuronW και neuronH ενώ για τον δεύτερο στις 

µεταβλητές relativeW και relativeH. Το µέγεθος και τη θέση της πρώτης περιοχής 

σε σχέση µε την δεύτερη την κρατάµε στις µεταβλητές size για το µέγεθος και τις 

offsetW και offsetH για την θέση. Όλες αυτές οι µεταβλητές αρχικά θα πάρουν µια 

τυχαία τιµή. Κάθε µία συσχέτιση έχει επίσης την µεταβλητή strength που κρατά 

το βάρος που έχει η συσχέτιση για το αντικείµενο. 

 Μία συσχέτιση µπορεί όµως να δηµιουργηθεί και από δύο περιοχές αφού 

από αυτές θα προσαρµοστούν σιγά-σιγά οι συσχετίσεις που θα συµµετέχουν στο 

µοντέλο µας. Η θέση των νευρώνων ανακτάτε από αυτούς ενώ το για τα 

υπόλοιπα που είναι σχετικά µε το µέγεθος της πρώτης περιοχής µπορούµε να τα 

υπολογίσουµε καλώντας την µέθοδο findTransformation της RegionDataSet. Η 

RegionDataSet απλά δέχεται ένα όρισµα που µπορεί να είναι οποιοδήποτε από 

τα παραπάνω και το επιστρέφει διαιρεµένο µε το µέγεθος της περιοχής. ∆ηλαδή: 

public double findTransformation(double regionParameter){ 

 return regionParameter/elements;} 

Κώδικας 4.1: Η µέθοδος findTransformation. 

 

Αν δούµε για παράδειγµα την εικόνα πιο κάτω του Daffy Duck βλέπουµε ότι µετά 

την κατάτµηση σχηµατίζονται οι περιοχές στα δεξιά. Αν θέλουµε να βρούµε για τη 

συσχέτιση των περιοχών 1 και 2 παρατηρούµε ότι το µέγεθος του 2 σε σχέση µε 

το 1 να είναι περίπου στο 1/3, η απόσταση του 2 από το κέντρο του 1 περίπου 

είναι µια φορά το µέγεθος του 2. 

 
Εικόνα 4.2.: ∆ηµιουργία συσχετίσεων στις περιοχές 1 και 2. 
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Στον κώδικα 4.2 µπορούµε να δούµε τον δοµητή της κλάσης Relation που στα 

ορίσµατα παίρνει δύο περιοχές και σχηµατίζει την συσχέτιση. 

public Relation(RegionDataSet region1,RegionDataSet region2){ 

        neuronW=region1.getWinnerNeuron().getPosW(); 

        neuronH=region1.getWinnerNeuron().getPosH(); 

        relativeW=region2.getWinnerNeuron().getPosW(); 

        relativeH=region2.getWinnerNeuron().getPosH(); 

                     

        size=region1.findTransformation(region2.getElements()); 

        offsetW=region1.findTransformation(region2.getWOffset()); 

        offsetH=region1.findTransformation(region2.getHOffset()); 

         

        strength=1; 

    } 

Κώδικας 4.2: ∆ηµιουργία συσχέτισης από δύο περιοχές. 

 

4.3.2. Ο υπολογισµός απόστασης στις συσχετίσεις 

Όπως είπαµε οι συσχετίσεις µας θα οργανώνονται και θα προσαρµόζονται 

στο αντικείµενο που τους παρουσιάζουµε µέσω ενός µονοδιάστατου 

αυτοοργανούµενου χάρτη. Την οργάνωση αυτή που υποκινεί ο ανταγωνισµός 

ανάµεσα στους νευρώνες τον ρόλο των οποίων έχουν οι συσχετίσεις και ο 

νικητής καθορίζεται από την απόσταση. Η απόσταση στις συσχετίσεις δεν µπορεί 

παρά να καθορίζεται από τα χαρακτηριστικά τους άρα γίνεται ως εξής: 

 

Η µέθοδος που υπολογίζει την απόσταση είναι η relationDistance που δέχεται 

στα ορίσµατα της το µέγεθος του δικτύου στο στρώµα Kohonen του 

αυτοοργανούµενου χάρτη και µία συσχέτιση για να υπολογίσει την απόσταση σε 

σχέση µε αυτήν. 

    public double relationDistance(Relation r,int netSize){ 

        double dist,sDist,offWDist,offHDist,neuDist,relDist,normal; 

        normal=netSize/2; 

        sDist=distance(size,r.getSize())*normal; 



Κεφάλαιο 4: Αντικείµενα και Συσχετίσεις 
 

 

63 

        offWDist=distance(offsetW,r.getOffsetW())*normal; 

        offHDist=distance(offsetH,r.getOffsetH())*normal; 

       neuDist=neuronDistance(neuronW,neuronH, 

r.getNeuronW(),r.getNeuronH(),netSize); 

        relDist= neuronDistance(relativeW,relativeH, 

r.getRelativeW(),r.getRelativeH(),netSize);         

        dist=sDist+offWDist+offHDist+relDist+neuDist; 

         

        return dist; 

    } 

Κώδικας 4.3: Μέθοδος υπολογισµού απόστασης συσχετίσεων. 

 

Η απόσταση όλων των χαρακτηριστικών εκτός από αυτήν της θέσης των δύο 

νευρώνων υπολογίζεται χρησιµοποιώντας τον κανονικό τύπο της ευκλείδειας 

απόστασης µέσω της µεθόδου πιο κάτω: 

 

    public double distance(double val1,double val2){ 

        double dist; 

        dist=Math.pow(val1-val2,2); 

        dist=Math.sqrt(dist); 

         

        return dist; 

    } 

Κώδικας 4.4: Μέθοδος υπολογισµού απόστασης δύο µεταβλητών. 

 

Στην απόσταση τώρα των δύο νευρώνων πρέπει να λάβουµε υπόψη το γεγονός 

ότι ο αυτοοργανούµενος χάρτης είναι κυκλικός. Άρα η απόσταση των νευρώνων 

µπορεί να είναι µικρότερη αν την υπολογίσουµε χρησιµοποιώντας τις άκρες του 

χάρτη µας. Η µέθοδος neuronDistance δέχεται τις θέσεις δύο νευρώνων και το 

µέγεθος του δικτύου και λαµβάνοντας υπόψη το γεγονός αυτό υπολογίζει την 

απόσταση αυτή που στην ουσία δεν µπορεί να είναι µεγαλύτερη από το µισό του 

χάρτη. 
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private double neuronDistance(double n1w,double n1h, 

double n2w,double n2h,int netSize){ 

 

        //--------WIDHT-------- 

        double distW1=Math.pow(n1w-n2w,2);//Kanoniki apostasi 

         

        double minW,maxW;//apostasi apo tis akres tou som 

        if(n1w<n2w){minW=n1w; maxW=n2w;} 

        else{maxW=n1w; minW=n2w;} 

        double distW2=Math.pow((netSize+minW)-maxW,2); 

         

        //--------HEIGHT-------- 

        double distH1=Math.pow(n1h-n2h,2);//Kanoniki apostasi 

         

        double minH,maxH;//apostasi apo tis akres tou som 

        if(n1h<n2h){minH=n1h; maxH=n2h;} 

        else{maxH=n1h; minH=n2h;} 

        double distH2=Math.pow((netSize+minH)-maxH,2); 

        //---------------------- 

         

        double distW,distH; 

        if(distW1<distW2)distW=distW1; 

        else distW=distW2; 

         

        if(distH1<distH2)distH=distH1; 

        else distH=distH2; 

         

        return Math.sqrt(distW+distH); 

    } 

Κώδικας 4.5: Μέθοδος υπολογισµού απόστασης δύο νευρώνων. 

 

Αρχικά πρέπει να βρούµε ποιος νευρώνας είναι σε µικρότερη θέση από τον 

άλλον και αµέσως µετά υπολογίζουµε την κανονική απόσταση και την απόσταση 

από τις άκρες του χάρτη για να επιλέγουµε αυτήν που είναι η µικρότερη 
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4.3.3. Η εκπαίδευση της συσχέτισης 

Η εκπαίδευση της νικήτριας συσχέτισης που καθορίζεται από την 

µικρότερη απόσταση γίνεται από την µέθοδο trainRelation που δέχεται την 

συσχέτιση που παρουσιάσαµε στο δίκτυο, το βήµα εκπαίδευσης και το µέγεθος 

δικτύου που είναι απαραίτητο στην εκπαίδευση της θέσης των δύο νευρώνων. 

public void trainRelation(Relation r,double beta,int netSize){ 

        size+=getDelta(size,r.getSize(),beta); 

        offsetW+=getDelta(offsetW,r.getOffsetW(),beta); 

        offsetH+=getDelta(offsetH,r.getOffsetH(),beta); 

        neuronW+=neuronBoundsDelta(neuronW,r.getNeuronW(),netSize,beta); 

        neuronH+=neuronBoundsDelta(neuronH,r.getNeuronH(),netSize,beta); 

        relativeW+=neuronBoundsDelta(relativeW,r.getRelativeW(),netSize,beta); 

        relativeH+=neuronBoundsDelta(relativeH,r.getRelativeH(),netSize,beta); 

    } 

Κώδικας 4.6: Μέθοδος εκπαίδευσης συσχετίσεων. 

 

Σε όλα τα χαρακτηριστικά η εκπαίδευση γίνεται προσθέτοντας το δέλτα που είναι 

ίσο µε την διαφορά των δύο χαρακτηριστικών επί το βήµα εκπαίδευσης 

 

private double getDelta(double value1,double value2,double beta){ 

        double delta; 

        delta = beta * (value1 - value2); 

         

        delta=cutDigits(delta); 

        return delta; 

    } 

Κώδικας 4.7: Υπολογισµός δέλτα. 

 

Για τους νευρώνες όµως ισχύει και πάλι το ότι πρέπει να λάβουµε υπόψη το ότι 

ίσως η διαφορά από τα άκρα ίσως να είναι µικρότερη. Άρα το δέλτα για τους δύο 

νευρώνες υπολογίζεται από την µέθοδο neuronBoundsDelta. Και στις δύο 

µεθόδους η cutDigits κάνει µερική στρογγυλοποίηση στο δέλτα µας. 
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private double neuronBoundsDelta(double n1,double n2,int netSize,double beta){ 

        double d1,d2,nSize,dist,delta; 

        if(n1<n2)nSize=netSize; 

        else nSize=netSize-(netSize*2); 

        d1=n1-n2; 

        d2=d1+nSize; 

        if(d1<d2)dist=d1; 

        else dist=d2; 

         

        delta = beta * dist; 

         

        delta=cutDigits(delta); 

        return delta; 

    } 

Κώδικας 4.8: Υπολογισµός δέλτα για τους νευρώνες. 

 

Εδώ η κανονική διαφορά υπολογίζεται από το n1-n2 ενώ για τη διαφορά από τα 

όρια του χάρτη προσθέτουµε ή αφαιρούµε το µέγεθος του χάρτη από την 

κανονική διαφορά ανάλογα µε το αν το n1 ή το n2 είναι µεγαλύτερο, δηλαδή. 

 
Εικόνα 4.3: Υπολογισµός διαφοράς εκπαίδευσης νευρώνων. 

 

Στην εικόνα 4.3 βλέπουµε ένα κοµµάτι από ένα αυτοοργανούµενο χάρτη µε 

µέγεθος 7. Αν υποθέσουµε ότι ο νευρώνας εκπαίδευσης n1 είναι ο µπλε στα 

αριστερά και ο n2 ο µπλε στα δεξιά τότε η κανονική απόσταση είναι 1-4=-3 και η 

απόσταση από τις άκρες. Στην περίπτωση που η θέση του n1 είναι µικρότερη 

από αυτήν του n2, όπως εδώ τότε για την διαφορά από τις άκρες προσθέτουµε 
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στην κανονική απόσταση το µέγεθος του χάρτη και έχουµε -3+7=4. Στην 

περίπτωση που ο νευρώνας εκπαίδευσης n1 είναι αυτός στα δεξιά και ο n2 στα 

αριστερά τότε η κανονική διαφορά είναι 4-1=3 και η διαφορά από τα άκρα γίνεται 

4+7-(7*2)=-3 αφού το n1 είναι µεγαλύτερο από το n2. 

 

4.3.4. Αύξηση και µείωση του βάρους συσχέτισης 

Η αυξοµείωση του βάρους µιας συσχέτισης είναι µια πολύ απλή 

λειτουργία. Κάθε φορά που παρουσιάζουµε µια συσχέτιση στις συσχέτισης του 

αντικειµένου αυτή θα βρίσκει µε ποια ταιριάζει και αν η περιγραφή των 

αντικειµένων  είναι η ίδια τότε το βάρος θα αυξάνεται, αλλιώς σε περίπτωση που 

είναι διαφορετική θα µειώνεται. Η µέθοδοι για την αύξηση και µείωση είναι οι 

παρακάτω. 

    public void increaseStrenght(double distance){ 

        double increase=1/distance; 

        strength+=increase; 

    } 

    public void decreaseStrenght(double distance){ 

        double decrease=1/distance; 

        strength-=decrease; 

    } 

Κώδικας 4.9: Αύξηση και µείωση βάρους. 

 

Η ιδιαιτερότητα των δύο µεθόδων είναι ότι αυξάνουν το βάρος της συσχέτισης 

ανάλογα µε την απόσταση που έχουν οι δύο µεταξύ τους. Αν η απόσταση είναι 

µεγάλη τότε η αύξηση είναι µικρή, και αν η απόσταση είναι µικρή τότε η αύξηση 

είναι µεγαλύτερη. 

 

4.3.5. Εκπαίδευση αναµνήσεων 

Η εκπαίδευση των αναµνήσεων ακολουθεί τον αλγόριθµο εκπαίδευσης ενός 

µονοδιάστατου αυτοοργανούµενου χάρτη. Για να υλοποιηθεί η εκπαίδευση σε µια 

εικόνα πρέπει να υπάρχει ένα βήµα εκπαίδευσης, το µέγεθος γειτονιάς και το 

µέγεθος του αυτοοργανούµενου χάρτη που χρησιµοποιήθηκε στην κατάτµηση. 
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∆ηλαδή για κάθε εικόνα που του παρουσιάζουµε ο αλγόριθµος εκπαίδευσης έχει 

ως εξής: 

1. Για όλες τις περιοχές της εικόνας i=0 

a. Για όλες τις περιοχές της εικόνας j=i+1 

i. ∆ηµιούργησε συσχέτιση ως προς την µεγαλύτερη περιοχή 

ii. Εξέτασε µια-µια όλες τις συσχετίσεις της ανάµνησης 

1. Αν η τρέχουσα συσχέτιση έχει την µικρότερη απόσταση 

κράτησε την ως πιο όµοια 

iii. Αν το αντικείµενο εκπαίδευσης δεν είναι το ίδιο µε της 

ανάµνησης 

1. Μείωσε το βάρος συσχέτισης και τερµάτισε τον 

αλγόριθµο 

iv. Για την πιο όµοια συσχέτιση και τη γειτονιά της 

1. Εκπαίδευσε τις συσχετίσεις και αύξησε το βάρος τους 

Κώδικας 4.10: Αλγόριθµος εκπαίδευσης συσχετίσεων ανάµνησης 

 

Τον αλγόριθµο αυτό υλοποιεί η µέθοδος trainRelaitions πιο κάτω σε συνδυασµό 

µε την µέθοδο trainRelations της κλάσης SOM όπου για ένα αριθµό εποχών 

υπολογίζει το βήµα εκπαίδευσης και το µέγεθος της γειτονιάς πριν καλέσει της 

πρώτη θέτοντας όλα τα απαραίτητα ορίσµατα. 

public void trainRelations(SomImage image,double beta, int neigh,int netSize){ 

        double minDist; 

        int closestRel=0; 

        int rDown,rUp; 

        RegionDataSet region1,region2; 

        Relation relation; 

         

        for(int i=0; i<image.getRegionsNo(); i++){ 

            region1=image.getRegion(i); 

            for(int j=i+1; j<image.getRegionsNo(); j++){ 

                region2=image.getRegion(j); 

 

                if(region1.getElements()>region2.getElements()) 
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                    relation=new Relation(region1,region2); 

                else 

                    relation=new Relation(region2,region1); 

                 

                minDist=Double.MAX_VALUE; 

                closestRel=-1; 

                //find winner relation 

                for(int r=0; r<getRelationsNo(); r++){ 

                    if(relation.relationDistance(relations.getRelation(r),netSize) 

<minDist){ 

                        closestRel=r; 

                        minDist=relation.relationDistance(relations.getRelation(r),netSize); 

                    } 

                } 

                if(!description.equals(image.getDescription())){ 

                    relations.getRelation(closestRel).decreaseStrenght(minDist); 

                    break; 

                } 

                 

                relations.getRelation(closestRel).trainRelation(relation,beta,netSize); 

                relations.getRelation(closestRel).increaseStrenght(minDist); 

                for(int r=1; r<=neigh; r++){ 

                    rDown=closestRel-r; 

                    rUp=closestRel+r; 

                     

                    if(rDown<0)rDown=getRelationsNo()+rDown; 

                    if(rUp>=getRelationsNo())rUp=rUp-getRelationsNo(); 

                    relations.getRelation(rDown).trainRelation(relation,beta,netSize); 

                    relations.getRelation(rDown).increaseStrenght(minDist); 

                     

                    relations.getRelation(rUp).trainRelation(relation,beta,netSize); 

                    relations.getRelation(rUp).increaseStrenght(minDist); 

                }}}} 

Κώδικας 4.11: Μέθοδος εκπαίδευσης συσχετίσεων ανάµνησης 
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4.3.6. Νευρώνες ανάµνησης 

Για να υπολογίσουµε το συνολικό βάρος που έχουν οι εικόνες όταν 

ενεργοποιήσουν µια ανάµνηση χρησιµοποιούµε ένα νευρώνα µνήµης. Οι 

νευρώνες µνήµης υλοποιούνται από την κλάση MemoryNeuron και ακολουθεί το 

γενικό µοντέλο εκπαίδευσης και απόστασης που είδαµε µέχρι τώρα. 

Για την εκπαίδευσης χρησιµοποιούµε την train που παίρνει το βάρος του 

αντικειµένου εκπαίδευσης str και το βήµα εκπαίδευσης για να υπολογίζει το δέλτα 

όπου προστίθεται στο βάρος του νευρώνα. 

    public void train(double str,double beta){ 

        double delta; 

        //train relation strenght 

        delta = beta * (str - relationStrenght); 

        relationStrenght+=delta; 

    } 

Κώδικας 4.12: Εκπαίδευση νευρώνα ανάµνησης 

 

Για τον υπολογισµό της απόστασης από την ανάµνηση καλούµε την µέθοδο 

distance όπου της δίνουµε το συνολικό βάρος που υπολογίσαµε και αυτή απλά 

υλοποιεί τον τύπο υπολογισµού της ευκλείδειας απόστασης. 

    public double distance(double str){ 

        double dist; 

        dist=Math.pow(relationStrenght-str,2); 

        dist=Math.sqrt(dist); 

        return dist; 

    } 

Κώδικας 4.13: Υπολογισµός απόστασης νευρώνα ανάµνησης 

 

4.3.7. Εκπαίδευση συνολικού βάρους 

Για την εκπαίδευση δίνουµε µια εικόνα του αντικειµένου της ανάµνησης και 

βρίσκουµε τις συσχετίσεις της. Αντιστοιχούµε τις συσχετίσεις και υπολογίζουµε το 

συνολικό του βάρος, ακολούθως το δίνουµε στον νευρώνα ανάµνησης για 

εκπαίδευση µε την µέθοδο train. Ο αλγόριθµος πιο κάτω υλοποιεί την 
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εκπαίδευση για κάθε εικόνα που του παρουσιάζουµε παίρνοντας ένα βήµα 

εκπαίδευσης. 

1. Για όλες τις περιοχές της εικόνας i=0 

b. Για όλες τις περιοχές της εικόνας j=i+1 

i. ∆ηµιούργησε συσχέτιση ως προς την µεγαλύτερη περιοχή 

ii. Εξέτασε µια-µια όλες τις συσχετίσεις της ανάµνησης 

1. Αν η τρέχουσα συσχέτιση έχει την µικρότερη απόσταση 

κράτησε την ως πιο όµοια 

iii. Πρόσθεσε στο συνολικό βάρος εκπαίδευσης το βάρος της πιο 

όµοιας συσχέτισης 

2. Εκπαίδευσε τον νευρώνα ανάµνησης µε το συνολικό βάρος εκπαίδευσης 

Κώδικας 4.14: Αλγόριθµος εκπαίδευσης νευρώνων ανάµνησης 

 

Τον αλγόριθµο αυτό υλοποιεί η µέθοδος trainNeuron σε συνδυασµό µε την 

µέθοδο trainMemoryNeurons της κλάσης SOM όπου για ένα αριθµό εποχών 

υπολογίζει το βήµα εκπαίδευσης πριν καλέσει της πρώτη θέτοντας όλα τα 

απαραίτητα ορίσµατα. 

    public void trainNeuron(SomImage image,double beta,int netSize){ 

        int relationStrenght=0; 

        double minDist; 

        int relationPos; 

        RegionDataSet region1,region2; 

        Relation relation; 

         

        for(int j=0; j<image.getRegionsNo(); j++){ 

            region1=image.getRegion(j); 

            for(int k=j+1; k<image.getRegionsNo(); k++){ 

                region2=image.getRegion(k); 

 

                if(region1.getElements()>region2.getElements()) 

                    relation=new Relation(region1,region2); 

                else 

                    relation=new Relation(region2,region1); 
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                relationPos=-1; 

                minDist=Double.MAX_VALUE; 

                for(int i=0; i<getRelationsNo(); i++) 

                    if(relations.getRelation(i).relationDistance(relation,netSize) 

<minDist ){ 

                        relationPos=i; 

                        minDist=relations.getRelation(i).relationDistance(relation,netSize); 

                    } 

                relationStrenght+=relations.getRelation(relationPos).getStrenght(); 

            } 

        } 

        memoryNeuron.train(relationStrenght,beta); 

    } 

Κώδικας 4.15: Μέθοδος εκπαίδευσης νευρώνων ανάµνησης 

 

4.3.8. Ανάκληση συνολικού βάρους και εύρεση νικήτριας ανάµνησης 

Η µέθοδος αυτή είναι το τελευταίο λιθαράκι στο µοντέλο µας. Για την 

ανάκληση δίνουµε µια εικόνα αγνώστου αντικειµένου στην ανάµνηση και 

βρίσκουµε τις συσχετίσεις της. Αντιστοιχούµε τις συσχετίσεις και υπολογίζουµε το 

συνολικό του βάρος, ακολούθως το δίνουµε στον νευρώνα ανάµνησης για να 

υπολογίσει την απόσταση από την ανάµνηση µε την µέθοδο distance. Νικήτρια 

ανάµνηση θα είναι αυτή που η εικόνα έχει την µικρότερη απόσταση από αυτήν. Ο 

αλγόριθµος υλοποίησης της ανάκλησης είναι ο ίδιος µε της εκπαίδευσης απλά 

στο τελευταίο βήµα αντί να καλέσουµε την µέθοδο train καλούµε την µέθοδο 

distance. 

    public double recallImage(SomImage image,int netSize){ 

        int relationStrenght=0; 

        double minDist; 

        int relationPos; 

        RegionDataSet region1,region2; 

        Relation relation; 
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        for(int j=0; j<image.getRegionsNo(); j++){ 

            region1=image.getRegion(j); 

            for(int k=j+1; k<image.getRegionsNo(); k++){ 

                region2=image.getRegion(k); 

 

                if(region1.getElements()>region2.getElements()) 

                    relation=new Relation(region1,region2); 

                else 

                    relation=new Relation(region2,region1); 

                 

                relationPos=-1; 

                minDist=Double.MAX_VALUE; 

                for(int i=0; i<getRelationsNo(); i++) 

                    if(relations.getRelation(i).relationDistance(relation,netSize) 

<minDist ){ 

                        relationPos=i; 

                        minDist=relations.getRelation(i).relationDistance(relation,netSize); 

                    } 

                relationStrenght+=relations.getRelation(relationPos).getStrenght(); 

            } 

        } 

        return memoryNeuron.distance(relationStrenght); 

    } 

Κώδικας 4.16: Μέθοδος ανάκλησης νευρώνων ανάµνησης 

 

Για την ανάκλησης της καταλληλότερης µνήµης καλούµε την stormRecall 

της κλάσης SOM που δίνει σε όλες τις αναµνήσεις την εικόνα που θα γίνει η 

ανάκληση και επιλέγει την καταλληλότερη. 

    public String stormRecall(SomImage image){ 

        recall(image); 

        double minDist=Double.MAX_VALUE; 

        int winner=0; 

        for(int i=0; i<memories.memoriesNo(); i++){ 

            if(memories.getMemory(i).recallImage(image,netSize)<minDist){ 
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                minDist=memories.getMemory(i).recallImage(image,netSize); 

                winner=i; 

            } 

        } 

        return memories.getMemory(winner).getDescription(); 

    } 

Κώδικας 4.17: Μέθοδος ανάκλησης εικόνας 

 

4.4. Συµπεράσµατα 

Σε αυτό το κεφάλαιο εξετάσαµε την αντίληψη αντικειµένων και σύµφωνα 

µε αυτή προχωρήσαµε στην δηµιουργία, εκπαίδευση και ανάκληση συσχετίσεων. 

Αυτό το κεφάλαιο είδαµε το τελευταίο κοµµάτι του µοντέλου µας. Συµπληρώσαµε 

συνολικά τη διαδικασία και για την ανάκληση, αρχικά τοποθετήσαµε την 

κατατετµηµένη εικόνα στον αυτοοργανούµενο χάρτη όπου βρίσκει τους νικητές 

νευρώνες κάθε περιοχής, στην συνέχεια δηµιουργήσαµε τις συσχετίσεις, 

υπολογίσαµε το συνολικό βάρος και συγκρίνοντας το µε κάθε ανάµνηση 

επιλέξαµε την καταλληλότερη. Στο επόµενο κεφάλαιο θα δοκιµάσουµε το µοντέλο 

µας και θα κάνουµε όποιες αλλαγές κρίνουµε απαραίτητες. 



Κεφάλαιο 5 
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5.1. Εισαγωγή 

 Σε αυτό το κεφάλαιο θα βάλουµε το µοντέλο µας στο µικροσκόπιο και θα 

το υποβάλουµε σε δοκιµές. Θα δηµιουργήσουµε ένα σύστηµα ανάκτησης εικόνας 

για cartoons και µέσα από αυτό θα αλλάξουµε τα σηµεία του µοντέλου µας που 

νοµίζουµε ότι υστερούν στην πράξη. Επιλέξαµε η δοκιµή µας να γίνει σε εικόνες 

από cartoons γιατί θεωρούµε ότι η πολυπλοκότητα που έχουν οι εικόνες του 

πραγµατικού κόσµου είναι πολύ δύσκολο να προσεγγιστούν σε αυτό το σηµείο 

στο οποίο βρίσκεται το µοντέλο µας. Μπορούµε όµως µέσα από τα cartoons να 

δοκιµάσουµε την θεωρία µας και να εξελίξουµε το µοντέλο µας ώστε να έρθει πιο 

κοντά σε αυτό που προσπαθούµε να πετύχουµε. Τις δοκιµές µας θα τις κάνουµε 

χρησιµοποιώντας στην εκπαίδευση εικόνες του Bugs Bunny, Duffy Duck, Pink 

Panther και Tweety. 

 
Εικόνα 5.1: Οι χαρακτήρες εκπαίδευσης. 

 

Σε κάθε ενότητα θα κάνουµε µια δοκιµή χρησιµοποιώντας στην εκπαίδευση 28 

εικόνες 7 για κάθε χαρακτήρα και στην ανάκληση συνολικά 49 εικόνες των 

χαρακτήρων. Σε κάθε δοκιµή θα αξιολογούµε τα αποτελέσµατα και θα αναλύουµε 

τα προβλήµατα που υπάρχουν σε κάθε περίπτωση αν κάτι πάει λάθος. 

 

5.2. Το ιδανικό µοντέλο 

Το ιδανικό µοντέλο είναι αυτό που εµείς θεωρούµε ότι βρίσκεται πιο κοντά 

στον τρόπο που ο άνθρωπος αναλύει και επεξεργάζεται ότι βλέπει. Τώρα το 
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µόνο που µένει είναι να αρχίσουµε την δοκιµή και να δούµε πόσο λειτουργικό 

είναι στην πραγµατικότητα. 

 

5.2.1. Εκπαίδευση στο ιδανικό µοντέλο 

Την εκπαίδευση στο ιδανικό µοντέλο την κάνουµε σε ένα δίκτυο µε 

διαστάσεις 100*100 µε εκπαίδευση στις 20 εποχές, αρχικό µέγεθος γειτονιάς 40 

νευρώνες, αρχικό βήµα εκπαίδευσης 1 και τελικό 0.1. 

Πριν καν από το τέλος της εκπαίδευσης παρατηρούµε το πρώτο 

πρόβληµα. Η ταχύτητα εκπαίδευσης είναι παρά πολύ αργή µε αποτέλεσµα να 

χρειάζεται πάνω από 10 ώρες για να ολοκληρωθεί. Αυτό οφείλεται κυρίως στην 

εκπαίδευση του δικτύου µε το σχήµα αφού για κάθε υπολογισµό απόστασης ή 

εκπαίδευσης έχουµε εκτελέσεις στον πίνακα του σχήµατος που έχει µέγεθος 

40*40. Αυτό το γεγονός στην ουσία αυξάνει τον χρόνο εκτέλεσης κατά 3200 

φορές. 

 

5.2.2. Ανάκληση στο ιδανικό µοντέλο 

Ακόµα και η ανάκληση είναι αργή αλλά αν αποφασίσουµε για λίγο να 

αφήσουµε αυτό το πρόβληµα και κοιτάξουµε τα αποτελέσµατα της ανάκλησης 

βλέπουµε ότι έχουµε 22 λάθη στις 49 εικόνες. Έχουµε ένα αρκετά µικρό ποσοστό 

επιτυχίας πράγµα που δείχνει ότι εκτός από την ταχύτητα εκτέλεσης συµβαίνει 

και κάτι άλλο. 

Το πρόβληµα µπορούµε να το εντοπίσουµε στο ότι µια εικόνα µπορεί να 

αλλάξει δραστικά και έτσι το σχήµα να βγει αρκετά εκτός του κανονικού πάρα 

πολύ εύκολα. ∆ηλαδή ας λάβουµε την εικόνα 5.2 παρακάτω ως παράδειγµα 

παρατηρούµε ότι στα αριστερά ο Ροζ Πάνθηρας είναι όρθιος ενώ στα δεξιά 

ξαπλώνει. Ενώ εµείς ως άνθρωποι µπορούµε να αντιληφτούµε χωρίς καµία 

απολύτως δυσκολία ότι πρόκειται για τον ίδιο χαρακτήρα, ο υπολογιστής 

προφανώς µπερδεύεται από κάτι και αυτό είναι η στάση του σώµατος. Ενώ 

έχουµε εκπαιδεύσει το δίκτυο µε διάφορες στάσεις για κάθε χαρακτήρα που 

δίνουν ο κάθε ένας τα δικά του ξεχωριστά σχήµατα µετά από την κατάτµηση, 
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µπορούν πάρα πολύ εύκολα να προκύψουν στάσεις που θα δώσουν 

αποτελέσµατα που θα µπερδέψουν τον αλγόριθµο µας. 

 

Εικόνα 5.2: Ο Ροζ Πάνθηρας σε δύο στάσεις σώµατος. 

 

Η λύση θα µπορούσε να είναι τέτοια ώστε κάθε σχήµα της κατάτµησης να 

εξετάζεται σε κάθε µια από τις πιθανές περιστροφές του που ώµος θα µας 

αύξανε τον χρόνο εκτέλεσης κατά 180 φορές, όσες και οι όψεις περιστροφής. 

 

 

5.2.3. Συµπεράσµατα για το ιδανικό µοντέλο 

Μετά τη δοκιµή που κάναµε στο µοντέλο µας βλέπουµε ότι είναι κάθε άλλο από 

ιδανικό και πόσο µάλλον ρεαλιστικό αφού ο χρόνος εκτέλεσης είναι εξαιρετικά 

µεγάλος. Είδαµε ακόµα το πρόβληµα που παρουσιάζεται µε τα σχήµατα που 

µπορεί να αποσυντονίσουν πολύ εύκολα τον αυτοοργανούµενο χάρτη. Θα 

µπορούσαµε να διορθώσουµε αυτό το πρόβληµα εξετάζοντας κάθε όψη του 

σχήµατος αλλά αυτό θα µας µειώσει ακόµα περισσότερο την ταχύτητα και πρέπει 

να το λάβουµε σοβαρά υπόψη. Το θετικό µήνυµα είναι ότι τα λάθη µας είναι 22 

πράγµα που σηµαίνει ότι οι χαρακτήρες δεν είναι τυχαία επιλεγµένοι.  Αυτό 

συµπεραίνεται από το γεγονός ότι για κάθε χαρακτήρα υπάρχουν τέσσερις 
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επιλογές άρα και 25% πιθανότητες επιτυχίας. Άρα στην περίπτωση µας ένα 

δείγµα που θα έµοιαζε ότι έχει τυχαία επιλογή θα έδινε περίπου δώδεκα σωστά 

αποτελέσµατα ενώ εµείς έχουµε 27. Κρατώντας αυτό θα προσπαθήσουµε να 

πετύχουµε κάποιες βελτιώσεις. 

 

5.3. Το µοντέλο συσχετίσεων 

Το ιδανικό µοντέλο αποδείχτηκε προβληµατικό στην επεξεργασία του 

σχήµατος έτσι αποφασίσαµε να αφαιρέσουµε εντελώς. Είναι στην ουσία το ίδιο 

µε το προηγούµενο αλλά µε την διαφορά ότι το σχήµα δεν έχει κάποιο ρόλο σον 

υπολογισµό της απόστασης και την εκπαίδευση. Η διαφορά που δηµιουργείτε, 

φαίνεται στις πιο κάτω µεθόδους που πια περιέχουν µόνο υπολογισµούς για το 

χρώµα της περιοχής. 

    public double distance(double[] colorDataSet){ 

        return colorDistance(colorDataSet); 

    } 

 

    public double colorDistance(double colorDataSet[]){ 

        double total=0; 

        double dist; 

        for(int i=0; i<color.length; i++){ 

            total+=Math.pow(color[i]-colorDataSet[i],2); 

        } 

        dist=Math.sqrt(total);  

        return dist; 

    } 

Κώδικας 5.1: Μέθοδοι για τον υπολογισµό απόστασης µοντέλου συσχετίσεων 

 

public void train(double colorDataSet[],double beta){ 

       trainColor(colorDataSet,beta); 

} 

 

public void trainColor(double colorDataSet[],double beta){ 

        double delta=0; 
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        for(int i=0; i<color.length; i++){ 

            delta = beta * (colorDataSet[i] - color[i]); 

            color[i]+=delta; 

        } 

    } 

Κώδικας 5.2: Μέθοδος εκπαίδευσης νευρώνα µοντέλου συσχετίσεων 

 

Το µοντέλο αυτό το ονοµάσαµε µοντέλο συσχετίσεων καθώς αυτό που κρατάει 

τη δοµή της εικόνας είναι οι συσχετίσεις της µνήµης των αντικειµένων. Πιο κάτω 

φαίνεται η δοκιµή που κάναµε στο µοντέλο συσχετίσεων. 

 

5.3.1. Εκπαίδευση στο µοντέλο συσχετίσεων 

Ο χρόνος εκπαίδευσης σε αυτό το µοντέλο έχει µειωθεί περισσότερο από 

το µισό σε σχέση µε το προηγούµενο αλλά µπορούµε να πούµε ότι ακόµα 

παραµένει αρκετά ψηλά. Γι’ αυτό τον λόγο την εκπαίδευση στο µοντέλο 

συσχετίσεων την κάνουµε και πάλι σε ένα δίκτυο µε διαστάσεις 100*100 µε 

εκπαίδευση µόνο 20 εποχές, αρχικό µέγεθος γειτονιάς 40 νευρώνες, αρχικό βήµα 

εκπαίδευσης 1 και τελικό 0.1. 

Το κόστος σε χρόνο αυτή την φορά το κρατάει ο µεγάλος αριθµός 

συσχετίσεων καθώς ο αυτοοργανούµενος χάρτης τελειώνει την εκπαίδευση του 

σε µόλις πέντε λεπτά.  

 

5.3.2. Ανάκληση στο µοντέλο συσχετίσεων 

Τα αποτελέσµατα µας είναι και πάλι τα ίδια, δηλαδή 22 λάθη στις 49 

εικόνες πράγµα που δείχνει ότι το πρόβληµα του χαµηλού ποσοστού επιτυχίας 

δεν οφειλόταν µόνο στο σχήµα. Αντίθετα ο µεγάλος συσχετίσεων που έχουµε 

ίσως να δηµιουργούν µεγαλύτερο πρόβληµα από αυτό του σχήµατος. Ο 

αυτοοργανούµενος χάρτης που µεταξύ των άλλων έχει και την ιδιότητα να 

συµπιέζει τα δεδοµένα του όµως εδώ ίσως το µέγεθος του να µην είναι αρκετά 

µεγάλο για να το κάνει αποδοτικά. 
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5.3.3. Συµπεράσµατα για το µοντέλο συσχετίσεων 

Παρατηρήσαµε ότι ακόµα και µε τις αλλαγές δεν είχαµε κάποια βελτίωση 

στα αποτελέσµατα. Από την άλλη ο χρόνος εκτέλεσης παραµένει ακόµα πολύ 

µεγάλος. Με αυτά στο µυαλό θα σχεδιάσουµε τις επόµενες αλλαγές που θα 

αντιµετωπίσουν όλα τα προβλήµατα ταχύτητας. Βλέπουµε ακόµα ότι οι 

συσχετίσεις δεν λειτουργούν όπως θα τις θέλαµε και θα πρέπει µε κάποιο τρόπο 

να τις βελτιώσουµε. 

 

5.4. Το τελικό µοντέλο 

 Για να σχηµατίσουµε το τελικό µοντέλο αποφασίσαµε να κάνουµε ριζικές 

αλλαγές που θα βελτιώσουν κατά κύριο λόγο την ταχύτητα του µοντέλου και θα 

βελτιώσουν τα αποτελέσµατα. 

 Η πρώτη αλλαγή που κάναµε είναι να προσθέσουµε στον 

αυτοοργανούµενο χάρτη το µέγεθος της περιοχής και την αφαιρέσουµε από τις 

συσχετίσεις. Αυτό το κάναµε σε συνδυασµό µε τις αλλαγές στην µνήµη που θα 

δούµε πιο κάτω για να βελτιώσουµε την ταχύτητα αλλά κάνουµε την παραδοχή 

ότι τα αντικείµενα µας θα καταλαµβάνουν πάντα το ίδιο µέγεθος pixels µέσα στην 

εικόνα. Αυτές οι αλλαγές επηρεάζουν τον υπολογισµό απόστασης και 

εκπαίδευση στον αυτοοργανούµενο χάρτη που γίνονται όπως πιο κάτω. 

public double distance(double colorDataSet[],double sz){ 

        double total=0; 

        double dist; 

        total+=Math.pow(size-sz,2); 

        for(int i=0; i<color.length; i++){ 

            total+=Math.pow(color[i]-colorDataSet[i],2); 

        } 

        dist=Math.sqrt(total); 

         

        return dist; 

    } 

Κώδικας 5.3: Μέθοδος υπολογισµού απόστασης νευρώνα τελικού µοντέλου 
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    public void train(double colorDataSet[],double sz,double beta){ 

        double delta; 

        delta = beta * (size - sz); 

        size+=delta; 

 

        for(int i=0; i<color.length; i++){ 

            delta = beta * (colorDataSet[i] - color[i]); 

            color[i]+=delta; 

        } 

    } 

Κώδικας 5.4: Μέθοδος εκπαίδευσης νευρώνα τελικού µοντέλου 

 

Εκτός από αυτές τις αλλαγές στους νευρώνες έχουµε κάνει µια σειρά από 

αλλαγές στην µνήµη και τις συσχετίσεις. Για να αποφύγουµε τον µεγάλο αριθµό 

συσχετίσεων και περιττών δεδοµένων αποφασίσαµε να αφαιρέσουµε τον 

δεύτερο νευρώνα από τις συσχετίσεις. Έτσι τώρα µια συσχέτιση περιέχει την 

θέση που κατέχει ο νευρώνας στον αυτοοργανούµενο χάρτη φτιάχνοντας έτσι 

ένα προφίλ στην µνήµη µε τις περιοχές που συµµετέχουν στο αντικείµενο. Οι 

αλλαγές αυτές διαγράφονται στις µεθόδους εκπαίδευσης και ανάκλησης στις 

κλάσεις Relation και Memory. 

    public double relationDistance(Relation r,int netSize){ 

        double neuDist; 

         

        neuDist=neuronDistance(r,netSize); 

        return neuDist; 

    } 

  

    public void trainRelation(Relation r,double beta,int netSize){ 

        neuronW+=neuronBoundsDelta(neuronW,r.getNeuronW(),netSize,beta); 

        neuronH+=neuronBoundsDelta(neuronH,r.getNeuronH(),netSize,beta); 

    } 

Κώδικας 5.5: Απόσταση και εκπαίδευση συσχέτισης του τελικού µοντέλου 
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    public void trainRelations(SomImage image,double beta, int neigh,int netSize){ 

        double minDist; 

        int closestRel=0; 

        int rDown,rUp; 

        RegionDataSet region; 

        Relation relation; 

         

        for(int i=0; i<image.getRegionsNo(); i++){ 

            region=image.getRegion(i); 

            relation=new Relation(region); 

            minDist=Double.MAX_VALUE; 

            closestRel=-1; 

            //find winner relation 

            for(int r=0; r<getRelationsNo(); r++){ 

                if(relation.relationDistance(relations.getRelation(r),netSize)<minDist){ 

                    closestRel=r; 

                    minDist=relation.relationDistance(relations.getRelation(r),netSize); 

                } 

            } 

            if(description.equals(image.getDescription())) 

                relations.getRelation(closestRel).trainRelation(relation,beta,netSize); 

            relations.getRelation(closestRel) 

.setStrenght(minDist,description.equals(image.getDescription())); 

            for(int r=1; r<=neigh; r++){ 

                rDown=closestRel-r; 

                rUp=closestRel+r;  

                if(rDown<0)rDown=getRelationsNo()+rDown; 

                if(rUp>=getRelationsNo())rUp=rUp-getRelationsNo(); 

                 

                if(description.equals(image.getDescription())){ 

                    relations.getRelation(rDown).trainRelation(relation,beta,netSize); 

                    relations.getRelation(rUp).trainRelation(relation,beta,netSize); 

                } 
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                relations.getRelation(rDown) 

.setStrenght(minDist,description.equals(image.getDescription())); 

                relations.getRelation(rUp) 

.setStrenght(minDist,description.equals(image.getDescription())); 

            } 

        } 

    } 

Κώδικας 5.6: Εκπαίδευση στις συσχετίσεις του τελικού µοντέλου 

 

    public void trainNeuron(SomImage image,double beta,int netSize){ 

        int relationStrenght=0; 

        double minDist; 

        int relationPos; 

        RegionDataSet region; 

        Relation relation; 

         

        for(int j=0; j<image.getRegionsNo(); j++){ 

            region=image.getRegion(j); 

            relation=new Relation(region); 

                 

            relationPos=-1; 

            minDist=Double.MAX_VALUE; 

            for(int i=0; i<getRelationsNo(); i++) 

                if(relations.getRelation(i).relationDistance(relation,netSize)<minDist ){ 

                    relationPos=i; 

                    minDist=relations.getRelation(i).relationDistance(relation,netSize); 

                } 

            relationStrenght+=relations.getRelation(relationPos).getStrenght(); 

        } 

        memoryNeuron.train(relationStrenght,beta); 

    } 

Κώδικας 5.7: Εκπαίδευση νευρώνων µνήµης του τελικού µοντέλου 
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    public double recallImage(SomImage image,int netSize){ 

        int relationStrenght=0; 

        double minDist; 

        int relationPos; 

        RegionDataSet region; 

        Relation relation; 

         

        for(int j=0; j<image.getRegionsNo(); j++){ 

            region=image.getRegion(j); 

            relation=new Relation(region); 

            relationPos=-1; 

            minDist=Double.MAX_VALUE; 

            for(int i=0; i<getRelationsNo(); i++) 

                if(relations.getRelation(i).relationDistance(relation,netSize)<minDist ){ 

                    relationPos=i; 

                    minDist=relations.getRelation(i).relationDistance(relation,netSize); 

                } 

            relationStrenght+=relations.getRelation(relationPos).getStrenght(); 

        } 

        return memoryNeuron.getPercentDistanse(relationStrenght); 

    } 

Κώδικας 5.8: Ανάκληση εικόνας στο τελικό µοντέλο 

 

5.4.1. Εκπαίδευση στο τελικό µοντέλο 

Με τις αλλαγές που έχουµε κάνει ο χρόνος εκπαίδευσης σε αυτό το 

µοντέλο έχει πραγµατικά µειωθεί πάρα πολύ πέφτοντας στα 10 µόλις λεπτά τα 

οποία θεωρούµε πάρα πολύ ικανοποιητικά. Την εκπαίδευση και σε αυτό το 

µοντέλο θα την κάνουµε για σκοπούς σύγκρισης και πάλι σε ένα δίκτυο µε 

διαστάσεις 100*100 µε εκπαίδευση µόνο 20 εποχές, αρχικό µέγεθος γειτονιάς 40 

νευρώνες, αρχικό βήµα εκπαίδευσης 1 και τελικό 0.1. Τώρα όµως που ο χρόνος 

εκπαίδευσης έχει µειωθεί τόσο σίγουρα έχουµε την δυνατότητα καλύτερης 

εκπαίδευσης του δικτύου. 
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5.4.2. Ανάκληση στο µοντέλο συσχετίσεων 

Εκτός από τον χρόνο εκπαίδευσης έχει µειωθεί και ο χρόνος ανάκλησης 

που παίρνει πιο µόνο µερικά δευτερόλεπτα. Τα αποτελέσµατα µας έχουν 

βελτιωθεί επίσης δίνοντας µας 14 λάθη στις 49 εικόνες. Ο αυτοοργανούµενος 

χάρτης τώρα φαίνεται να λειτουργεί σωστά και καταφέρνει να οργανώνει σωστά  

τα δεδοµένα του. 

 

5.4.3. Συµπεράσµατα για το µοντέλο συσχετίσεων 

Οι αλλαγές που κάναµε µας έφεραν την λειτουργικότητα και 

αποδοτικότητα που περιµέναµε. Ως αλλαγή µπορεί προς το παρών να βελτιώσει 

την λειτουργικότητα µας αλλά πρακτικά σε εικόνες αγνώστου µεγέθους δεν 

µπορεί να λειτουργήσει σωστά. Κάνοντας δηλαδή αυτές τις αλλαγές θυσιάσαµε 

την ανεξαρτησία των δεδοµένων εισόδου τα οποία τώρα πρέπει να έχουν κάποια 

συγκεκριµένη µορφή. 

 

5.5. Συµπεράσµατα 

Αρχικά βάλαµε στο µικροσκόπιο µας το µοντέλο που θεωρούσαµε ιδανικό 

και δοκιµάσαµε την αποδοτικότητα του που δεν ήταν αυτό που περιµέναµε. 

Αργότερα κάναµε αλλαγές που µας βοήθησαν όµως σε κάποιο βαθµό µόνο στον 

χρόνο εκτέλεσης. Τελικά φτάσαµε να κάνουµε αλλαγές οι οποίες µας έφεραν στο 

τελικό µοντέλο το οποίο µας δίνει λειτουργικότητα και απόδοση πιο κοντά σε 

αυτό που ζητάµε. Για αυτό όµως χρειάστηκε να κάνουµε θυσίες που µας 

αποµακρύνουν περισσότερο από την διαδικασία της ανθρώπινης όρασης και µας 

θέτουν σε σοβαρούς περιορισµούς. Σε µελλοντικές αλλαγές θα πρέπει να 

εξετάσουµε τοµείς, ίσως αυτούς που αναφέρονται στο επόµενο κεφάλαιο ώστε 

να µας επιτρέψουν να αλλάξουµε µερικά πράγµατα ριζικά και να έρθουµε πάλι 

πιο κοντά στο ιδανικό µοντέλο. 
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6.1. Εισαγωγή 

 Σε αυτό το κεφάλαιο θα εξετάσουµε µερικά χαρακτηριστικά που θα ήταν 

καλό να προσαρτηθούν στο µοντέλο µας. Θα δούµε τρόπους που θα µπορούσαν 

να βελτιώσουν την κατάτµηση η οποία αποτελεί τον θεµέλιο λίθο οπό τον οποίο 

παίρνουµε τα δεδοµένα µας. Στην συνέχεια θα εξετάσουµε έναν εναλλακτικό 

τρόπο προσέγγισης στα σχήµατα που πιστεύουµε ότι θα µας βοηθήσει 

σηµαντικά σε ένα σηµαντικό κοµµάτι του µοντέλου µας που µοιάζει απαραίτητο 

αν θέλουµε να έχουµε καλύτερα αποτελέσµατα. Θα προσπαθήσουµε να 

εξετάσουµε καλύτερα το πρόβληµα που µας οδήγησε στο να αλλάξουµε τις 

συσχετίσεις και βρούµε κάποια πιθανή λύση για µελλοντικές αλλαγές. Τέλος θα 

δούµε ένα τοµέα ο οποίος από την στιγµή που θα έµπαινε στο µοντέλο µας θα 

µπορούσαν να δώσει το κάτι παραπάνω. Ο τοµέας αυτός εξετάζει το ενδεχόµενο 

το µοντέλο µας να έχει την ικανότητα να µαθαίνει όχι µόνο κατά την εκπαίδευση 

αλλά και οποιαδήποτε άλλη στιγµή παίρνοντας την κατάλληλη τροφοδότηση από 

τον χρήστη και όχι µόνο.  

 

6.2. Βελτίωση της κατάτµησης 

Αν και η κατάτµηση που έχουµε αναπτύξει επιτυγχάνει αρκετά καλά 

αποτελέσµατα αφήνει µερικά σηµεία που δεν εξετάζει. Ας δούµε για παράδειγµα 

τη πιο κάτω εικόνα. 

 

Εικόνα 6.1: Παράδειγµα µε εικόνα του Willey Coyote. 
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Στην εικόνα 6.1 βλέπουµε τον Willey Coyote να κάθεται πάνω σε ένα σκαµπό και 

το πρόβληµα το εντοπίζουµε ακριβώς εκεί. Με τον δικό µας αλγόριθµο το 

σκαµπό µετά την κατάτµηση θα φαινόταν ως δύο κοµµάτια λόγο της επικάλυψης 

του από το πόδι του Willey. Υπάρχουν µέθοδοι που λαµβάνουν αυτά τα γεγονότα 

υπόψη και µπορούν να φτάνουν σε καλύτερα συµπεράσµατα. Ένας τέτοιος για 

παράδειγµα είναι ο αλγόριθµος κατάτµησης µε γράφους. Σε αυτό τον αλγόριθµο 

κάθε pixel της εικόνας θεωρείτε ως ένας κόµβος. Όταν έχουµε δύο κόµβους 

συνδεδεµένους τους αποκαλούµε µια άκρη. Αυτό που κάνει ο αλγόριθµος είναι 

να ψάχνει τους κόµβους που βρίσκονται στις άκρες των αντικειµένων και να τους 

συνδέει για να φτιάξει κάποιο περίγραµµα[22]. Με αυτόν τον τρόπο µία σωστή 

υλοποίηση θα µπορούσε να λάβει υπόψη το πρόβληµα της επικάλυψης καθώς 

µε την εισαγωγή κάποιας ορµής που ακολουθεί µια άκρη θα µπορούσε να δει ότι 

το αντικείµενο συνεχίζεται µετά την επικάλυψη ακόµα και αν δεν είναι άµεσα 

συνδεδεµένο. 

 Υπάρχουν πολλά ακόµα που θα µπορούσαν να λεχθούν για αυτόν τον 

τοµέα όπως για παράδειγµα το πρόβληµα που δηµιουργείτε όταν έχουµε έντονες 

σκιές. Υπάρχουν πολλές ιδέες και εξελίξεις στους αλγόριθµους κατάτµησης που 

θα µπορούσαν να βελτιώσουν αισθητά τα δεδοµένα που εξάγουµε από την 

εικόνα. Είναι σίγουρα κάτι που πρέπει να ληφθεί πιο σοβαρά υπόψη και να 

µελετηθεί κατάλληλα ώστε να βελτιώσει το µοντέλο µας. 

 

6.3. Γραφικά Vector 

Τα γραφικά vector τυπικά χρησιµοποιούνται στον σχεδιασµό λογότυπων, 

σε αφαιρετικά σχέδια ή όπου αλλού απαιτητέ ακρίβεια. Εµείς µέσα από αυτά 

ευελπιστούµε ότι θα λύσουµε το πρόβληµα του σχήµατος και από την άποψη της 

ταχύτητας αλλά και της προσαρµογής σε µεγάλες διαφορές όπως η 

περιστροφές. 

Τα γραφικά vector δηµιουργούνται µαθηµατικά χρησιµοποιώντας στοιχεία 

όπως σηµεία, γραµµές, καµπύλες για να δηµιουργήσουν διάφορά σχήµατα. Το 

βασικό τους πλεονέκτηµα είναι ότι µπορούν να µεγαλώσουν όσο χρειαστεί χωρίς 

να χαλάσει καθόλου η ποιότητα τους κάτι που δεν συµβαίνει όταν η εικόνα µας 
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είναι φτιαγµένη από pixels[23]. Το στάνταρ πρότυπο που καθορίζει τα vector από 

την 3WC είναι το SVG. 

 
Εικόνα 6.2: Παράδειγµα µεγέθυνσης vectors και pixels. 

 

Εµείς θα θέλαµε να δοκιµάσουµε να προσεγγίζουµε το περίγραµµα του 

σχήµατος των περιοχών που δηµιουργεί η κατάτµηση χρησιµοποιώντας τα 

vectors. Έχουµε την πεποίθηση ότι λόγω της µαθηµατικής τους φύσης θα είναι 

πιο εύκολο να επεξεργαστούν καταναλώνοντας έτσι λιγότερο χρόνο 

επεξεργασίας. Τα vector είναι σίγουρα κάτι που αξίζει µελέτης γιατί το σχήµα έχει 

ένα πολύ βασικό ρόλο στην ανθρώπινη όραση και πρέπει να βρούµε τρόπους 

ώστε να το προσεγγίσουµε σωστά και αποδοτικά. 

 

6.4. Βελτίωση των συσχετίσεων 

Προσεγγίζοντας τις συσχετίσεις µέσω του µονοδιάστατου 

αυτοοργανούµενου χάρτη στην µνήµη πετύχαµε να συµπιέσουµε αρκετά καλά τις 

συσχετίσεις. Το πρόβληµα µας ήταν στο ότι υπήρχαν πάρα πολλές συσχετίσεις 

που επαναλαµβάνουν το ίδιο πράγµα δηµιουργώντας στην ουσία εκτός από τα 

περιττά δεδοµένα ένα µεγάλο όγκο επεξεργασίας στα πρώτα δύο µοντέλα. Για 

κάθε εικόνα είχαµε ένα αριθµό συσχετίσεων ίσο περίπου µε τον µισό αριθµό 

περιοχών στο τετράγωνο. Στην εικόνα 6.3 κάτω βλέπουµε το παράδειγµα 
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κατάτµησης µε τον Duffy Duck για να εξετάσουµε τις περιοχές που 

δηµιουργούνται και πώς θα θέλαµε τις εµείς τις συσχετίσεις να προκύψουν. 

 
Εικόνα 6.3: Παράδειγµα συσχετίσεων σε τρείς περιοχές. 

 

Στο µοντέλο µας όπως το υλοποιήσαµε για το ιδανικό και το µοντέλο 

συσχετίσεων θα είχαµε τις παρακάτω συσχετίσεις για τις τρείς περιοχές: 

1. (1,2) 

2. (1,3) 

3. (2,3) 

Επειδή οι συσχετίσεις γίνονται πάντα από την µεγαλύτερη συσχέτιση προς την 

µικρότερη αυτές που προκύπτουν είναι οι τρείς πιο πάνω. Ο αριθµός των 

συσχετίσεων θα αυξανόταν κατά πολύ αν είχαµε περισσότερες περιοχές. 

 Αυτό που θα θέλαµε να δηµιουργήσουµε εµείς είναι ένας τρόπος ώστε οι 

συσχετίσεις να δηµιουργούνται γύρω από µία µόνο περιοχή όπως παρακάτω: 

1. (1,2) 

2. (1,3) 

Εδώ όλες οι συσχετίσεις δηµιουργούνται γύρω από την πρώτη περιοχή. Η σκέψη 

µας είναι να βρεθεί µια περιοχή που κρίνεται ως η πιο σηµαντική στο αντικείµενο 

και υπόλοιπες να θεωρούνται ως συσχετίσεις γύρω της. Θα πρέπει όµως αυτό 

να το δούµε προσεκτικά γιατί µπορεί να κρύβει παγίδες όπως την επιλογή 
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κάποιας περιοχής ως σηµαντικής που όµως δεν έχει να κάνει µε το αντικείµενο. 

Όπως θα ήταν για παράδειγµα µια µικρή περιοχή που ο αλγόριθµος κατάτµησης 

δεν κατάφερε να συγχώνευση σωστά. Οι συσχετίσεις πρέπει οπωσδήποτε να 

βελτιωθούν για να βελτιώσουν και την πρακτικότητα του µοντέλου µας. 

 

6.5. Σχετική Ανατροφοδότηση 

Η σχετική ανατροφοδότηση(Relevance Feedback) είναι µία µέθοδος που 

χρησιµοποιείτε στα συστήµατα ανάκτησης πληροφοριών. Η βασική της ιδέα είναι 

να παίρνει τα δεδοµένα που προέρχονται από τις αναζητήσεις των χρηστών και 

να τα αξιολογεί για µελλοντικές αναζητήσεις. Από την σχετική ανατροφοδότηση 

επιλέξαµε δύο µορφές που µας ενδιαφέρουν, την άµεση και την έµµεση[25]. 

Στην άµεση ανατροφοδότηση ο χρήστης που θα χρησιµοποιούσε το 

σύστηµα µας θα έχει την δυνατότητα να αξιολογεί κατά πόσο τα αποτελέσµατα 

του επέστρεψε η αναζήτηση του[24][25]. ∆ηλαδή αν οι εικόνες που βλέπει έχουν 

τα σωστά αποτελέσµατα. 

Στην έµµεση ανατροφοδότηση ο χρήστης θα κάνει κάποια αναζήτηση και 

θα του παρουσιάζονται τα αποτελέσµατα που το µοντέλο µας θεωρεί σχετικά. 

Χωρίς να ερωτηθεί ο χρήστης, το σύστηµα θα κρατά τις επιλογές του και θα τις 

αξιολογεί[25]. ∆ηλαδή θα θεωρεί ότι σαν σχετικές εικόνες θεωρήθηκαν αυτές που 

επέλεξε ο χρήστης. 

Τα αποτελέσµατα που θα παρθούν από τον χρήστη και στις δύο 

περιπτώσεις θα µπορούσαν να χρησιµοποιηθούν είτε σε µελλοντικές 

εκπαιδεύσεις είτε σε µία εκπαίδευση του συστήµατος µας σε ζωντανό χρόνο. Η 

σχετική ανατροφοδότηση είναι µια σηµαντική µέθοδος για το µοντέλο µας αφού 

θα µπορούσε να προσοµοιώνει µια συνεχή διαδικασία µάθησης µε δεδοµένα που 

προέρχονται από την πιο αξιόπιστη πηγή που είναι ο άνθρωπος. 

 

6.6. Συµπεράσµατα 

Μέσα από όλη αυτή την έρευνα µάθαµε αρκετά για την ανθρώπινη 

διαδικασία της όρασης και την υπεροχή της έναντι σε κάθε προσέγγιση που 

επιχειρείται από τους υπολογιστές. Μάθαµε ότι είναι µια διαδικασία που µπορεί 
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να προσεγγιστεί αλλά για να γίνει σωστά πολλές φορές χρειάζεται περισσότερη 

επεξεργαστική από αυτή που διαθέτουµε. ∆ηµιουργήσαµε ένα λειτουργικό 

µοντέλο που όµως υπόκειται σε αρκετούς περιορισµούς. Πιστεύουµε όµως ότι 

δώσαµε µια καθοδήγηση µέσα από ένα µοντέλο που πρέπει να προσεγγιστεί. 

∆ώσαµε επίσης σε αυτό το κεφάλαιο µερικούς τοµείς έρευνας που θα έφερναν 

βελτιώσεις ίσως και πιο καλές από αυτές που θα αναµέναµε. Ο δρόµος της 

ανάκτησης δεν είναι στρωµένος µε ροδοπέταλα αλλά οι ανάγκες που 

δηµιουργούνται όλο και περισσότερο τον τελευταίο καιρό δείχνουν ότι πρέπει να 

υπάρξει κάποια σηµαντική εξέλιξη. 
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